IOSUD - UNIVERSITATEA ,,DUNAREA DE JOS” DIN GALATI

Scoala doctorala de Inginerie Mecanica si Industriala

IIIIIIIIIII

TEZA DE DOCTORAT
REZUMAT

SISTEM INTELIGENT DE DETECTIE
AUTOMATA A AMFETAMINELOR
HALUCINOGENE

Doctorand,

Adelina ION

Conducitor stiintific,

Prof. univ. dr. fiz. Mirela PRAISLER

Seria I4: Inginerie industriala Nr. 71
GALATI

2020



I0SUD — UNIVERSITATEA ,,DUNAREA DE JOS” DIN GALATI

Scoala doctorala de Inginerie Mecanica si Industriala

UNIVERSITAS
= A

GALATIENSIS

TEZA DE DOCTORAT

REZUMAT

SISTEM INTELIGENT DE DETECTIE AUTOMATA A AMFETAMINELOR HALUCINOGENE

Doctorand

Adelina ION

Presedinte Prof. univ. dr. ing. Catilin FETECAU, Universitatea ,,Dunirea de Jos” din Galati
Conducitor stiintific, Prof. univ. dr. fiz. Mirela PRAISLER, Universitatea ,,Dunérea de Jos” din Galati

Referenti stiintifici  Prof. univ. dr. ing. Gheorghe NAGIT, Universitatea Tehnici ,,Gh. Asachi” din Tasi
Prof. univ. dr. ing. Remus ZAGAN, Universitatea Maritimi din Constanta

Conf. univ. dr. fiz. Steluta GOSAV, Universitatea ,,Dunarea de Jos” din Galati

Seria I4: Inginerie industriala Nr. 71
GALATI

2020



Seriile tezelor de doctorat sustinute public in UDJG incepand cu 1 octombrie 2013 sunt:

Serial 1:
Seria |l 2:
Seria | 3:
Serial 4:
Serial 5:
Serial 6:
Serial 7:
Seria | 8:
Serial 9:

Seria E 1:
Seria E 2:
Seria SSEF:

Seria U 1:
Seria U 2:
Seria U 3:
Seria U 4:

Seria C:

Seria M:

Domeniul fundamental STIINTE INGINERESTI

Biotehnologii

Calculatoare si tehnologia informatiei

Inginerie electrica

Inginerie industriala

Ingineria materialelor

Inginerie mecanica

Ingineria produselor alimentare

Ingineria sistemelor

Inginerie si management in agicultura si dezvoltare rurala

Domeniul fundamental STIINTE SOCIALE

Economie
Management
Stiinta sportului si educatiei fizice

Domeniul fundamental STIINTE UMANISTE SI ARTE

Filologie- Engleza
Filologie- Romana
Istorie

Filologie - Franceza

Domeniul fundamental MATEMATICA SI STIINTE ALE NATURII

Chimie

Domeniul fundamental STIINTE BIOLOGICE SI BIOMEDICALE

Medicina




Cuvant inainte (Multumiri)

Odata cu finalizarea acestei etape din viata mea, imi doresc s& adresez cateva cuvinte de
multumire celor care m-au indrumat si mi-au acordat suportul pe parcursul acestei lucrari de doctorat.

in primul rand, doresc s& multumesc coordonatorului meu stiintific, doamnei prof. dr. fiz. Mirela
PRAISLER, pentru care detin sincere sentimente de recunostinta privind sprijinul acordat in
elaborarea tezei de doctorat. fi multumesc atat pentru rabdarea si generozitatea aratata, cat si pentru
intreaga contributie la formarea mea ca cercetator. Va multumesc pentru faptul ca ati acceptat sa-mi
impartasiti din bogata dumneavoastra experientd dobandita de-a lungul anilor de studiu si mentionez
ca fara sprijinul dumneavoastra nu as fi reusit sa realizez aceasta teza.

Deosebita gratitudine datorez doamnei conf. dr. fiz. Steluta GOSAV atat pentru timpul pretios
acordat, sfaturile stiintifice valoroase cat si pentru indrumarea competenta si permanenta pe parcursul
elaborarii si realizarii acestei teze de doctorat.

In continuare, doresc s& imi exprim recunostinta si fatd de ceilalti membri ai comisiei de
indrumare, respectiv doamnelor prof. dr. habil. ing. Antoaneta Ene si prof. dr. habil. chim. Rodica
Mihaela Dinica, pentru sfaturile si sugestiile oferite.

In mod deosebit as dori s& multumesc si actualilor mei colegi doctoranzi, alaturi de care am
beneficiat de un cadru ambiental foarte placut, precum si de sprijin reciproc.

De asemenea, multumesc in mod deosebit mamei mele pentru sprijinul permanent acordat si
pentru faptul ca intotdeauna mi-a subliniat importanta unei bune educatii in dezvoltarea mea ca om in
societate.

Cu deosebita recunostinta, stima si dragoste, dedic aceasta teza mamei mele si lui lonut, care
m-au sustinut si m-au incurajat permanent, cu afectiune si rabdare, pe intreaga perioada a studiilor
doctorale.

Aceleasi multumiri adresez si prietenilor mei, care m-au inteles, sustinut si au fost alaturi de
mine.

Tuturor, inca o data, va multumesc!

Galati, lulie 2020 mat./fiz. Adelina lon



Adelina ION Sistem inteligent de detectie automata a amfetaminelor halucinogene

Cuprins
10T [T =T = 6
Rezumatul si structura lucrarii StIntifice ... 7
Motivatia alegerii temei de cercetare...............occiiiiiiiiiiiii 7
Obiectivele de Cercetare UMMANILe ..........oovviiiiiiiiiiiiiiieeeeeeeeee et 8
Capitolul . Aspecte teoretice ale substantelor de abuz halucinogene.........................ccocce. 9
1.1 Notiuni generale despre amfetaming ...............ccccoiiiiiiiiii i 9
1.2 Prezentarea substantelor de abuz cu efecte halucinogene.................ccccoi, 9
1.2.10 N-metoxibenzil-metoxifeniletilamina (NBOME) ...........cooumiiiiiiiiiicee e, 9
1.2.10.1  2C-I-NBOMe (251-NBOME)......coeeeieeeiieee e 10
Capitolul Il. Metoda spectrala ATR-FTIR de caracterizare si identificare a amfetaminelor
halUCINOGENE. ... ... 11
2.2.1 Metoda spectrald ATR-FTIR .....i e e e e e e e 11
2.2.2 Corelarea spectrelor in IR cu structura moleculara .............ccccevveviiiiiiiiiieeeeeeee 12

Capitolul lll. Metoda DFT combinata cu metode chemometrice aplicate pentru recunoasterea

identitatii de clasa a amfetaminelor halucinogene ..., 13
3.1 Teoria functionalei de densitate (Density Functional Theory - DFT)...........ccccccoveeiiiieciiecnnnenn. 13
3.2 Retele neuronale artificiale ... 14

3.2.4 Retea neuronala artificiala multistrat cu retropropagare a erorii ...........ccccccvveeeieeeeeveeennnnnnn. 15

Capitolul IV. Contributii proprii privind sisteme de inteligenta artificiala dezvoltate pentru

detectia automata a amfetaminelor halucinogene pe baza spectrelor lor ATR-FTIR.................. 16
4.2 Caracterizarea fizico-chimica a unor noi amfetamine halucinogene pe baza descriptorilor
LT =T =T PPN 16
4.3 Caracterizarea DFT a omologului metilenic al 3,4-MDMA ........ccoooiiiiiiiieeen 17
Capitolul V. Contributii proprii privind sisteme de inteligenta artificiala dezvoltate pentru
detectia automata a amfetaminelor halucinogene pe baza descriptorilor moleculari ................ 21
5.1 Retele neuronale artificiale concepute pentru identificarea halucinogenelor NBOMe pe baza
descriptorilor 3D-MoRSE, topologici, constitutionali si grupari functionale.....................ccc.ccoee. 23
5.2 Retele neuronale artificiale cu variabile de intrare selectate utilizand criteriile importantei si
=Y a4 (1Y 1 €= RPN 26
5.2.1 Retele neuronale artificiale concepute pentru identificarea halucinogenelor NBOMe pe baza
celor mai importanti descriptori MOIECUIAN ..............c..uviiiiiii e 26
5.2.2 Retele neuronale artificiale concepute pentru identificarea halucinogenelor NBOMe pe baza
celor mai senzitivi descriptori MOIECUIAN ........... oo e 32
5.3 Screening-ul halucinogenelor NBOMe pe baza retelelor neuronale artificiale si a descriptorilor
] (10T U = NS 37
5.4 Alegerea gruparilor functionale relevante pentru optimizarea retelelor neuronale artificiale care
detecteaza halucinogene NBOIME ..........oooiiiiiiiii e 45
Concluzii generale si directii viitoare de cercetare si dezvoltare...............cccccooiiiiiiiii 47
Lista lucrarilor publicate Si prezentate ... 51
=1 o] o[ = 1= TP EEPP RSO 55

Cuvinte cheie: Halucinogene NBOMe, Retele neuronale artificiale (ANN), Descriptori
moleculari, DFT, ATR-FTIR.



Adelina ION Sistem inteligent de detectie automata a amfetaminelor halucinogene

Introducere

Termenul drog are mai multe acceptiuni, neexistand o definitie unica. Astfel, pentru definirea
acestui concept sunt necesare criterii precum: psiho-activitatea (capacitatea substantei de a influenta
psihicul uman), utilitatea medicald (substante care sunt destinate vindecarii diferitelor boli ale
organismului uman), ilegalitatea (substante a caror posesie/comercializare sunt ilegale) sau definirea
publicd (substante denumite de societatea civila ca drog, de exemplu cafeaua). Drogurile pot fi
definite ca substante psihoactive a caror producere, comercializare sau detinere fara autorizatie (in
alte scopuri decat in scop medical sau stiintific) este interzisa.

Supradozajul reprezinta o problema polivalenta in randul consumatorilor de droguri, iar
morbiditatea si mortalitatea legatd de droguri asociata cu cauze somatice, precum HIV/SIDA, hepatita
si insuficienta hepatica, insuficienta renald si respiratorie acutd, sinucidere si violentd, au luat
amploare in ultimii ani [1]. Conform datelor prezentate in World Drug Report din 2019, elaborat de
organizatia mondiala United Nations Office on Drugs and Crime (UNODC), aproape 271 de milioane
de oameni cu varsta cuprinsa intre 15-64 ani au consumat cel putin o data droguri, mai precis 5,5 %
din populatia globala. Acest studiu indica faptul ca o persoana din 18 consuma droguri Si ca exista o
crestere alarmanta la nivel mondial a consumului de droguri, cu aproape 30 % intre anii 2009-2017

[2].

Piata drogurilor se afld intr-o continua dezvoltare, traficantii de droguri utilizadnd tehnologie
moderna de producere a acestora si metode inovatoare pentru contrabanda, in scopul de a eluda
controalele si confiscarile. Traficul de droguri poate fi caracterizat in douad moduri: traficul efectuat de
amatori (care utilizeaza cantitati mici pentru consumul personal) si traficul international (care vizeaza
cantitati foarte mari si care este efectuat de profesionisti ce fac parte din organizatii ilicite sau chiar
teroriste).

Retelele de traficanti sintetizeaza permanent noi compusi, prin usoara modificare a structurii
moleculare a substantelor ilicite de baza, mai precis prin adaugarea/schimbarea unor substituenti din
diferite pozitii ale structurii moleculare de baza, care au menirea de a genera substante care nu se
regasesc inca in lista substantelor controlate, dar care pastreazd in buna parte proprietatile
psihotrope ale substantelor initiale. Pentru ca aceste substante nou concepute nu se regasesc inca in
lista substantelor controlate sau interzise, autoritatile competente in aplicarea legii nu pot lua masuri
pentru incriminarea traficantilor de droguri inainte de aducerea la zi a listei oficiale.

Pe de alta parte, procesul de identificare si caracterizare a noilor structuri chimice de catre
toxicologi necesita timp pretios si costuri substantiale de analiza. Ca atare, dezvoltarea unor aplicatii
computerizate care sa permita accelerarea semnificativd a acestui proces analitic este esentiala. Mai
mult, se stie ca traficantii utilizeaza tehnici avansate de ascundere a drogurilor. Aplicatiile in cauza pot
servi pentru detectia rapida in situ a substantelor controlate si chiar monitorizarea de la distanta
(filajul) a laboratoarelor clandestine unde are loc productia si/sau stocarea drogurilor.

Traficul de droguri ilicite rAmane una dintre cele mai grave amenintari la adresa sanatatii si
sigurantei publice, atat la nivel global, céat si national. Nu sunt de neglijat nici activitatile de spalare a
exemplu cele de naturd criminald sau corelate cu terorismul international. Comertul cu droguri
reprezintd o sursa extrem de profitabilad de resurse financiare si poate genera instabilitate atat in tarile
din care provin cat si in tarile tranzitate. Pentru combaterea traficului de droguri si a terorismului la
nivel mondial, s-au infiintat diferite organizatii interguvernamentale si guvernamentale in acest sens,
cum ar fi: Consiliul International pentru Controlul Drogurilor-International Narcotics Control Board
(INCB), Organizatia Internationala de Politie Criminala (Interpol), Biroul Organizatiei Natiunilor Unite
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(ONU) privind Drogurile si Criminalitatea - Comisia pentru Stupefiante, Organizatia Mondiala a
Vamilor (Worlds Customs Organization) si Grupul de Actiune Financiara Internationala (FATF) [3-8].

Rezumatul si structura lucrarii stiintifice

Teza de doctorat cu titlul ,Sistem inteligent de detectie automata a amfetaminelor halucinogene” a
fost organizata in 5 capitole, insotite de o scurta introducere, concluzii generale si directii viitoare de
studiu.

Introducerea prezinta o descriere a evolutiei consumului de droguri la nivel mondial, precum si a
modului Tn care este afectatd populatia la nivel global, prin faptul ca retelele de traficanti sintetizeaza
permanent noi compusi cu toxicitate extrem de mare, ce pot cauza decesul, care sunt vanduti pe piata
neagra pentru efectele lor stimulante si halucinogene.

Capitolul | descrie principalele substante de abuz halucinogene cunoscute, dar si noi compusi
halucinogenici descoperiti dupa anii 2000, care au o toxicitate foarte mare si despre care s-au raportat
cazuri de deces la nivel mondial.

Capitolul Il prezinta metode spectrale ATR-FTIR de caracterizare si identificare a amfetaminelor
halucinogene.

Capitolul I, intitulat ,Metoda DFT combinatda cu metode chemometrice aplicate pentru
recunoasterea identitatii de clasa a amfetaminelor halucinogene”, descrie metoda DFT si modele de
retele neuronale artificiale (Artificial Neural Networks, ANN) utilizate in tezd in vederea detectiei
automate a amfetaminelor halucinogene.

Capitolele IV si V prezintd contributiile proprii privind dezvoltarea unor sisteme inteligente de
detectie automatd a amfetaminelor halucinogene, respectiv aplicatile de inteligenta artificiala ce au
fost dezvoltate pentru recunoasterea automatd a identitatii de clasa a principalelor amfetamine
halucinogene si mai ales a uneia dintre clasele descoperite cel mai recent pe piata neagra, respectiv
amfetaminele halucinogene de tip NBOMe. in capitolul IV sunt prezentate aplicatii dezvoltate pentru
recunoasterea identitatii de clasa a compusilor de interes pe baza spectrelor ATR-FTIR, iar in
capitolul V cele dezvoltate pe baza descriptorilor moleculari.

Concluziile generale sintetizeaza performantele si limitele sistemelor inteligente de detectie
automatd a amfetaminelor halucinogene dezvoltate si principalele rezultate originale obtinute pe
parcursul tezei de doctorat.

Teza se incheie prin descrierea si motivarea principalelor directii viitoare de studiu. in final este
prezentata lista lucrarilor stiintifice comunicate in cadrul unor conferinte stiintifice nationale si
internationale, precum si a celor publicate in reviste de specialitate de prestigiu.

Motivatia alegerii temei de cercetare

Drogurile sintetice au cunoscut o expansiune semnificativa la nivel mondial in ultimii ani. S-a
remarcat o amplificare a consumului de droguri in mod deosebit in randul adolescentilor si tinerilor
adulti. Noi derivati sintetici, cu efecte similare unor droguri halucinogene si care nu sunt inca introdusi
sub control legal, sunt vanduti pe piata ilicita drept droguri precum LSD sau MDMA. Printre aceste
substante noi sunt si compusi halucinogeni cu o toxicitate mare, ce pot provoca decesul.

Folosirea de substante stupefiante este un fenomen care a luat amploare si este direct
proportional cu numarul de decese inregistrate global. Majoritatea cercetarilor sugereaza ca
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adolescenta este o perioada critica de risc pentru initierea consumului de substante ilicite. Perioada
de initiere Tn randul adolescentilor a consumului de droguri este astazi cuprinsa intre varstele 12-14
ani, pana la 15-17 ani. Adolescentii de acest tip, care utilizeaza droguri pana la varste cuprinse intre
18-25 ani, sunt susceptibili sa se lupte ulterior cu dependenta pe viata si prezinta leziuni cerebrale
permanente ireversibile.

O alta problema majora reprezinta faptul ca aceste droguri se pot procura online, prin intermediul
unor canale ilicite, iar consumul acestora este destul de ridicat. Consumul de droguri in randul elevilor
de liceu reprezinta o problema majora. Atat parintii acestora, cat si profesorii trebuie sa fie suficient de
bine informati in privinta substantelor ilicite si mai ales asupra efectelor pe care le produce consumul
acestor substante, in vederea identificarii adolescentilor cu probleme, a bunei informari a acestora cu
privire la efectele consumului de droguri si a asigurarii sprijinului pentru prevenirea recidivarii.

Printre efectele negative pe care le produce consumul de droguri, se numara: probleme emotionale
(anxietate, depresie, ganduri suicidare, schizofrenie), probleme de comportament (agresivitate, furt),
dependenta, probleme de sanatate (imbolnavirea cu HIV/SIDA, hepatita B si C), probleme de invatare
(afectarea memoriei pe termen scurt sau lung), leziuni ale creierului (deteriorarea permanenta a
creierului, cum ar fi contractia creierului; abilitéti de invatare deficitare; rationament, perceptie si
intuitie afectate si afectarea grava a sistemului nervos), precum si accidente (in mod special auto).

Obiectivele de cercetare urmarite

Principalele obiective stiintifice urmarite, concretizate si diseminate pe parcursul elaborarii tezei
s-au referit la:
o Realizarea unui studiu documentar privind stadiul actual al cercetarilor, reactualizarea si
sistematizarea datelor din literatura de specialitate referitoare la:
¢ Amfetaminele halucinogene, in special a compusilor NBOMe;
e Spectrele ATR-FTIR;
e Metode chemometrice aplicabile pentru recunoasterea identitatii de clasa a amfetaminelor
halucinogene, in special retele ANN;
e Realizarea de cercetari stiintifice in urmatoarele directji:
¢ Analiza vibrationala a noilor amfetamine halucinogene bazate pe spectrele ATR-FTIR;
e Optimizarea structurii moleculare a noilor amfetamine halucinogene;
e Studiul computational al compusului 3,4-metilendioxipirovalerona;
e Caracterizarea DFT a omologului metilenic al 3,4-MDMA, un compus chimic cu proprietati
psihoactive;
e Caracterizarea fizico-chimica a noilor amfetamine halucinogene pe baza descriptorilor
moleculari;
e Retele neuronale artificiale concepute in vederea identificarii halucinogenelor NBOMe cu
ajutorul descriptorilor moleculari.

Aceste studii sunt necesare deoarece baza de date formatd cu substante noi concepute in
laboratoare clandestine trebuie permanent reactualizata, astfel incat autoritatile competente in
aplicarea legii sa poata trage la raspundere din punct de vedere penal pe cei care produc, detin,
comercializeaza si/sau consuma ilegal substante ilicite. Din punct de vedere al procesului de
identificare si descoperire a noilor structuri chimice de catre specialistii in toxicologie, se poate
mentiona ca acest proces este costisitor si de durata si de aceea autoritatile mondiale, europene si
nationale din domeniu fincurajeaza cercetatorii sa dezvolte solutii analitice care sa permita
identificarea céat mai rapida a noilor substante ilicite. Aceasta teza se refera la astfel de solutii,
dezvoltate pe baza metodelor spectroscopice si de inteligenta artificiald, cu aplicatii Tn ingineria
industriald, industria farmaceutica si ingineria medicala.
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Capitolul I. Aspecte teoretice ale substantelor de abuz halucinogene

1.1 Notiuni generale despre amfetamine

Clasa feniletilaminelor (Figura 1.1) reprezinta cea mai raspandita clasa de compusi pe piata ilicita
de droguri. Aceasta contine un numar mare de molecule individuale si este formata dintr-o serie de
analogi a caror structura de baza este feniletilamina. Prin substituirea unuia sau a mai multor atomi de
hidrogen din structura de baza se obtin derivatii de feniletilamina. Din punct de vedere al efectelor
psihotrope pe care le produc, derivatii de feniletilamind se Tmpart in doua categorii: stimulante si
halucinogene [9-13]. Cele mai importante feniletilamine ilicite sunt amfetaminele.

Structura chimica de baz& a amfetaminelor contine un ciclu aromatic legat printr-o catena laterala
alifatica de unul sau doi atomi de carbon la o grupare amino (Figura 1.1).

e L Rz S Rs
o ‘:;_-_‘.'" 1 = -~
~— R1/ R

1-feniletilamina 2-feniletilamina

<IT Y T
T N
© R{ Ro
3. d4-metilendioxiamfetamina

Figura 1.1. Structurile moleculare ale principalilor analogi ai amfetaminei [13].

1.2 Prezentarea substantelor de abuz cu efecte halucinogene

1.2.10 N-metoxibenzil-metoxifeniletilamina (NBOMe)

O clasd de halucinogene este formata de 2,5-dimetoxi-feniletilaminele substituite (2C-X) si
anume, 2,5-dimetoxi-4-bromofeniletilamina (2C-B) si 2,5-dimetoxi-4-iodofeniletilamina (2C-I).
Halucinogenele N-Benzil-Oxi-Metil (NBOMe) sunt o categorie de substante sintetice de abuz similare
cu LSD.

Compusii NBOMe (N-bomb sau 25-1 / 25-C | 25-B) sunt analogi psihoactivi ai N-metoxibenzilului
din familia 2C-X a feniletilaminelor ce apartin clasei de halucinogene clasice. Aceasta clasa de
halucinogene sintetice este descoperita relativ recent si a devenit destul de cunoscuta pe piata ilicita a
drogurilor in ultimii ani [68].

Derivatii de 2,5-dimetoxifenil-N-[(2-metoxifenil)metil]etilaminad (NBOMe) au fost initial dezvoltati in
scopuri de cercetare drept agonisti ai receptorilor 5-HT,4 (un subtip al receptorului 5-HT, care apartine
clasei receptorului serotoninei) sintetizati pentru prima oara la inceputul anilor 2000 [69-72].
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1.2.10.1 2C-I-NBOMe (25|-NBOMe)

Un derivat sintetic foarte puternic al 2,5-dimetoxi-4-iodofeniletilaminei (2C-l) este 4-iodo-2,5-
dimetoxi-N-(2-metoxibenzil)feniletilamina, cunoscut frecvent sub acronimul 25I-NBOMe (vezi Figura
1.13). 25I-NBOMe (2-(4-iodo-2,5-dimetoxifenil)-N-[(2-metoxifenil)metilletanamina)), cu denumirea
IUPAC: N-[(2-metoxifenil)metil]-_N_-2-(4-iodo-2,5-dimetoxifenil)etilamina, este un halucinogen ilicit
puternic, cu actiune serotonergica si efecte farmacologice extrem de periculoase comparabile cu LSD
sau psilocina.

Acest compus chimic are formula chimica CigHxINO3 si numeroase denumiri, precum: 2C-|-
NBOMe; 25I-NBOMe; 25I; 2CINBOMe; 2C-I-NBOMe; NBOMe-2C-I; NBOMe-2Cl; 2-(4-iodo-2,5-
dimetoxifenil)-N-(2-metoxibenzil)etanamina; 2-(4-iodo-2,5-dimetoxifenil)-N-(2-metoxibenzil)etan-1-
amina; 4-iodo-2,5-dimetoxi-N-(o-metoxibenzil)feniletilamina; 4-iodo-2,5-dimetoxi-N-(2-metoxibenzil)
feniletilamina; N-(2-metoxibenzil)-2,5-dimetoxi-4-iodo-feniletilamina sau Cimbi-5.
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Figura 1.13 Structura moleculara a compusului chimic N-[(2-metoxifenil)metil]-_N_-2-(4-iodo-2,5-
dimetoxifenil)etilamina reprezentata in coordonate 2D, respectiv 3D [16].

Aceasta substanta este inclusa in Anexa | (Schedule 1) din Legea substantelor controlate din SUA
(DEA), ceea ce Inseamna ca are o toxicitate foarte ridicatd si nu are absolut niciun fel de utilizare
medicala legitima [76].

25|-NBOMe este vandut pe piata neagra a drogurilor, prin canale ilicite sau online, sub numele de
251, N-Bomb, Bom-25, Cimbi-5, Smiles, Solaris, Dots, Legal acid, NE-BOME, INBMeO, BOMCI,
Hoffman sau N-boom [76-77].

25|1-NBOMe se poate administra sublingual sau bucal (hartie blotter), intranazal, injectata
(intravenos si intramuscular) sau prin consumul de alimente adulterate. Aceasta substanta se poate
identifica sub forma de pulbere, solutie lichida, presarata pe articole comestibile sau impregnata pe
hartie sugativa (blotter paper). Pulberea in doze de 50-250 pg poate fi administrata sublingual, prin
insuflare sau aplicatéd pe cavitatea bucala. Hartiile blotter ce contin 25I-NBOMe au dozaj mai mare
(500-800 pg) si sunt marcate cu diverse imagini colorate de lucrari de arta, respectiv perforate in
patrate mici care se pot diviza in functie de cantitatea dorita si administrate sublingual sau inghitite
[77-78].
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Capitolul Il. Metoda spectrala ATR-FTIR de caracterizare si identificare a amfetaminelor
halucinogene

2.2.1 Metoda spectrala ATR-FTIR

Spectrometrele interferometrice sau cu transformata Fourier (FTIR— Fourier Transform Infrared)
au la baza fenomenul de interferenta, adica separarea radiatiei in doua fascicule coerente. Prin
supunerea unuia din fascicule unei anumite intarzieri in timp, se produce o diferenta de faza intre cele
doua fascicule Si astfel, prin interactiunea ulterioara a acestora,
se produce un sistem de franje de interferenta. Apoi, aplicand transformata Fourier informatiei
obtinute, se poate obtine un spectru de absorbtie sau de transmisie obignuit [125].

Spectrometrele IR cu transformata Fourier s-au dovedit eficiente in inlocuirea aparatelor clasice
in momentul in care au fost dezvoltate tehnici informatice moderne, cu un potential crescut de
inregistrare si prelucrare a unor cantitati mari de date. Astfel, s-a obtinut o imbunatatire considerabila
a calitatii datelor si a achizitiei de spectre in infrarogu. Operatia matematica cunoscuta sub numele
de transformata Fourier, prin care se transforma o functie exprimata in domeniul de timp intr-o functie
in domeniul de frecvente, reprezinta baza tehnicii utilizate pentru spectrometrele de acest tip [134-
137].

Interferometrul lui Michelson reprezinta componenta principala a spectrometrelor moderne in
infrarosu cu transformata Fourier. Unul dintre principalele avantaje ale utilizarii spectrometrelor IR cu
transformare Fourier este faptul ca radiatii din intreg domeniului spectral patrund in celula ce contine
proba de analizat, liniile sau benzile de absorbtie fiind apoi inregistrate interferometric [135-137].

Interferometrul Michelson a fost inventat de Albert Abraham Michelson si reprezinta un dispozitiv
optic a carui functionare are la baza divizarea fasciculului de lumina incident in doua fascicule
secundare. Radiatia electromagnetica (fasciculul de lumind) emisd de o sursa, in interiorul
interferometrului, este Tmpartitd in doua fascicule cu ajutorul unui divizor de fascicul (oglinda semi-
transparenta). Fiecare dintre cele doua fascicule este reflectat de cate o oglinda. Apoi acestea trec iar
prin divizorul de fascicule si ulterior se suprapun pe un ecran (vezi Figura 2.12) [135].

Oglinda fixa

Oglinda mobila I

Sursa TR

~_ Dhvizor de
Fascicule

Diode de Si, Ge Detector

F
Vi
ra
,
£
v
-— z -
-
Y
7
i
s

Figura 2.13 Schema opto-mecanica a unui interferometru Michelson [136].
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Reflexia totald atenuatd (ATR - Attenuated Total Reflection) reprezintd tehnica de esantionare
utilizaté Tmpreuna cu spectroscopia in infrarosu, care permite examinarea directa (fara o pregatire
suplimentara, precum prepararea esantionului si reproductibilitatea spectrald) a probelor in stare
solida sau lichida [138].

intr-o reflexie totald atenuatd, modul de functionare al accesoriului consta in masurarea
modificarilor care apar intr-un fascicul infrarosu total reflectat intern in momentul in care fasciculul
intra Tn contact cu o proba (vezi Figura 2.14).

Sample in contact
with evanescent wave

Infrared \ ATR

Beam Crystal

To Detector

Figura 2.14 Sistem ATR de reflexie multipla [138].

Utilizarea ATR-FTIR a luat amploare atat in cercetarea farmacologica, cat si in studierea
probelor de urme in stiinta criminalistica, datorita capacitatii de a caracteriza pasiv esantioanele, adica
fara prepararea in prealabil a esantionului. ATR-FTIR este cea mai precisa tehnica pentru studiile
cantitative si calitative care implica esantioane solide si mai ales lichide.

2.2.2 Corelarea spectrelor in IR cu structura moleculara

Identificarea unui compus chimic se realizeaza prin compararea spectrului sau cu spectrele unor
compusi cunoscuti, spectrul in IR reprezentdnd o amprenta moleculara unica ce poate fi usor de
diferentiat de cele ale altor molecule. Prin suprapunerea exacta a celor doua spectre, se poate
deduce ca substanta necunoscutd este identicd cu compusul cunoscut. Pentru clasificarea si
identificarea unui compus nou, se utilizeaza colectii (biblioteci) de spectre [13]. Atunci cand sunt
absente anumite portiuni de benzi de absorbtie sau ale unor grupari chimice, acestea se pot codifica
utilizdnd un aranjament in cod binar, care divide spectrul intr-un numar de intervale de latime
uniforma [134].

Nu toti compusii chimici sunt usor de identificat, deoarece foarte multe spectre contin o cantitate
de informatii destul de ampla si astfel doar o parte din aceasta este utilizabila de catre specialistii in
domeniu. Prin urmare, interpretarea unui spectru in IR este un procedeu dificil, depinzand foarte mult
de natura si complexitatea substantei chimice de analizat. in privinta compusilor halucinogenici,
interpretarea spectrelor moleculelor care contin unul sau mai multi halogeni ar parea simpla, dar de
obicei acest lucru nu se intdmpla atat timp cat compusul halucinogenic este complex.
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Capitolul lll. Metoda DFT combinata cu metode chemometrice aplicate pentru recunoasterea
identitatii de clasa a amfetaminelor halucinogene

Chemometria reprezintd ramura chimiei analitice care aplicd metodele matematice si statistice
urmarind: Tmbunatatirea unui proces de masurare, selectionarea procedurilor experimentale si/sau de
masurare eficiente, respectiv identificarea informatiilor de interes din datele obtinute in urma
masuratorilor fizico-chimice. Chemometria utilizeaza atat metode matematice, céat si statistice sau
grafice, in scopul imbunatatirii nivelului de intelegere al informatiei analitice, mai ales in situatia unui
volum foarte mare de date [156-159]. Printre metodele computationale si chemometrice utilizate in
aceasta teza, se numara Teoria functionalei de densitate (Density Functional Theory - DFT) si Retele
neuronale artificiale (Artificial Neural Networks-ANN).

3.1 Teoria functionalei de densitate (Density Functional Theory - DFT)

Teoria functionalei de densitate (DFT) reprezintd una dintre cele mai eficiente si remarcabile
metode utilizate in cercetare in ultimii 20 de ani [160]. DFT poate fi definita ca find o metoda
computationald de modelare mecanica cuantica, care are aplicatii in mod deosebit in fizica, chimie si
stiinta materialelor. Ea este aplicatd in vederea investigarii structurii electronice a sistemelor
moleculare ce au in alcatuire mai multi atomi, adica in cercetarea starilor fundamentale ale unui
sistem molecular. Astfel, prin utilizarea acestei metode, proprietatile unui sistem cu mai multi electroni
pot fi determinate prin utilizarea functionalelor, adica functii ale unei alte functii, care in acest caz este
densitatea electronica dependenta de spatiu [160].

Denumirea de teoria densitatii functionale provine din utilizarea functionalelor densitatii
electronilor. Mai precis, aceasta metoda versatila DFT este utilizatd cu precadere in fizica materiei
condensate, fizica computationala si chimia computationala, pentru investigarea structurii electronice
a atomilor, moleculelor si sistemelor moleculare complexe. Aceasta metoda este din ce in ce mai
utilizata datorita preciziei mari si a costului computational scazut, comparativ cu alte metode
traditionale [161-163].

Teoria functionalei de densitate foloseste o serie de notiuni fundamentale, precum: densitatea
electronica, teoremele lui Hohenberg si Kohn, formalismul Kohn-Sham si aproximatii ale functionalei
de schimb si corelatie. Deosebirea intre aproximatia Hartree Fock si metoda DFT este ca prima
urmareste determinarea si interpretarea functiei de unda neluénd in calcul corelatia electronica, in
timp ce metoda DFT tine cont de efectele corelatiei electronice [161-163].

Densitatea electronica p(r), reprezinta functia definita ca p(r) = p(x,y,z), unde p(x,y,z)
semnificd numarul de electroni in unitatea de volum dr = dx -dy - dz centrat in jurul punctului de

coordonate (x,y,z), sau probabilitatea identificarii unuia dintre cei n electroni din sistem existenti in
volumul elementar respectiv. Densitatea de sarcina este produsul dintre densitatea electronica si
sarcina elementara e, iar pentru e=1 u.a., densitatea de sarcina devine densitatea electronica. O
functionala E[,o(r)] este determinatad de corespondenta dintre o functie p(r) si valoarea numerica,
energia [161-162].

Conceptul fundamental al teoriei DFT este reprezentat de faptul ca energia starii fundamentale
este pe deplin determinata de densitatea de sarcina. Cele doua teoreme, ale lui Hohenberg si Kohn
(1964), sunt valabile pentru starea fundamentald nedegeneratad a unui sistem si reprezinta bazele

teoriei DFT, care argumenteaza existenta functionalei de densitate E[p(r)] si fundamenteaza
aplicabilitatea principiului variational [161-163].
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3.2 Retele neuronale artificiale

Retelele neuronale atrtificiale (Artificial Neural Networks-ANN) sunt algoritmi de invatare
statistica inspirati din modul de functionare a creierului uman. Altfel spus, acestea sunt programe
biologice computerizate concepute pentru a simula modul in care creierul uman proceseaza
informatia. Acest sistem computerizat consta dintr-un numar de noduri interconectate intr-o structura
asemanatoare retelei. Datorita faptului ca natura lor este adaptativa, ele sunt metode de recunoastere
a modelului (pattern recognition) si pot fi considerate tehnici de invatare mecanica [179-180].

O retea neuronala artificiald (ANN) este un model matematic care simuleaza structura si
functionalitatea retelelor neuronale biologice. ANN-urile pot fi clasificate drept instrumente de calcul
care pot rezolva multe probleme din lumea reald complexa. Aceste instrumente sunt definite ca
algoritmi de Tnvatare care pot fi folositi pentru extragerea tiparelor din baze de date mari. Unele dintre
principalele avantaje ale utilizarii retelelor neuronale artificiale sunt posibilitatea de a lucra cu date
incomplete si capacitatea de a opera cu date de intrare care nu au fost prezentate in timpul procesului
de instruire. Retelele neuronale artificiale au capacitatea de a memora informatii si de a face asocieri
(precum recunoasteri si clasificari) si sunt capabile sa adune cunostintele necesare pentru a detecta
tipare, sa faca corelatii intre cantitati mari de date si, nu in ultimul rand, sa invete prin experienta, nu
prin programare [181-183].

ANN-urile sunt alcatuite dintr-un numar mare de procesoare elementare interconectate,
denumite neuroni artificiali (noduri), care coopereaza pentru rezolvarea unor sarcini specifice.
Neuronul artificial este capabil sa primeasca semnale de intrare, sa le proceseze si sa trimita mai
departe un semnal de iesire. Fiecare conexiune dintre neuroni este evaluata printr-un numar real
numit coeficient pondere (pozitiva sau negativa). Retelele neuronale artificiale sunt capabile sa
utilizeze unele informatii necunoscute apriori, pe care nu le pot extrage deoarece sunt ascunse sau
lipsesc din baza de date [180-183].

Procesul prin care sunt utilizate informatiile necunoscute este numit ,instruirea retelei neuronale”
sau ,invatarea retelei neuronale”.

Procesul de instruire reprezinta cel mai important factor in asigurarea performantelor unei retele
neuronale artificiale. Deoarece ,invatarea” este specifica diferitelor niveluri de inteligentd sau de
complexitate biologica, ingineria retelelor neuronale este nevoita sa selecteze cele mai eficiente
modele pe care le integreaza in cel mai potrivit mod in ANN. Instruirea reprezinta procesul prin care
reteaua neuronala se adapteaza ea insasi la stimuli si are capacitatea de a produce un raspuns dorit.

In timpul invatarii unui model sau proces, reteaua este capabild sa isi ajusteze parametrii
reprezentati de ponderile de conexiune dintre noduri. in momentul in care iesirea actuala coincide cu
raspunsul dorit, atunci se poate preciza ca reteaua este pe deplin instruita (a ,achizitionat cunostintele
necesare”) [13].

Pentru proiectarea unei retele neuronale artificiale se parcurg trei etape fundamentale:

a) Pregétirea datelor- etapa care presupune pre-procesarea si distribuirea datelor in trei
seturi principale:

-datele de antrenare sunt utilizate in procesul de antrenare in vederea determinarii ponderilor
conexiunilor dintre neuroni;

-datele de validare - sunt utilizate in vederea analizei comportamentului retelei pe tot parcursul
algoritmului de Tnvatare. De exemplu, daca performanta obtinuta in timpul procesului de invatare pe
14
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intreg setul de validare este favorabila, atunci invatarea trebuie continuata, iar daca performanta nu
este relevanta, atunci invatarea nu trebuie continuata;

-datele de testare - sunt utilizate pentru a identifica si analiza performantele unei retele neuronale
artificiale antrenate.

b) Antrenarea retelei neuronale artificiale implica extragerea modelului de clasificare din
date, adica permite determinarea parametrilor asociati conexiunilor dintre neuroni
(ponderile conexiunilor).

c) Evaluarea retelei neuronale artificiale [187-188].
3.2.4 Retea neuronala artificiala multistrat cu retropropagare a erorii

Retelele neuronale multistrat cu retropropagare (Atrtificial Neural Network with Back Propagation
algorithm, prescurtat BP-ANN) reprezinta categoria de retele cel mai des utilizate, care sunt instruite
cu algoritmul de retropropagare a erorii (backpropagation) [13, 197-198]. Aceste retele sunt alcatuite
din neuroni ordonati pe mai multe niveluri, in care primul nivel este stratul de intrare, unul sau mai
multe niveluri ascunse si ultimul nivel este stratul de iegire.

Reteaua cea mai des utilizatd in rezolvarea unor situatii (aplicatii) complexe este cea cu doua
niveluri active, respectiv nivelul ascuns si nivelul de iesire. Refelele neuronale cu un singur strat
ascuns apartin clasei de retele neuronale artificiale supervizate. Ele sunt antrenate cu algoritmi de
adaptare a ponderilor, care necesita existenta unui obiectiv pe care reteaua trebuie sa-l realizeze cu o
eroare minima dupa finalizarea procesului de adaptare.

Motivul pentru care algoritmul de retropropagare a erorii este utilizat in mod frecvent este
cunoasterea ecuatiilor de corectie a ponderilor, sub forma explicita. Cea mai cunoscuta forma
condensata a ecuatiei de corectie a ponderilor este data de expresia:

ij, — 77§j’yl/—l +IUAW/’,(amerior) (321)

Ji

unde:

Vi e . . T . o
-Aw;; reprezintd marimea cu care ponderea w, a conexiunii dintre neuronul i corespunzator

nivelului £ —1 si neuronul j de pe nivelul curent 4 , S-a modificat Tn timpul unui ciclu de instruire;

Y i . e . . n . . . .
- Aw' N renrezinta corectia efectuata in ciclul de instruire anterior:

]l
-7 reprezinta rata de instruire;

/-1

- Vi
neuronul j de pe nivelul f;
- 1 este parametrul momentum, si

este iesirea neuronului i de pe nivelul ¢—1; care reprezintd concomitent si intrarea pentru

-§f este eroarea introdusa de neuronul j de pe nivelul 14 [13].
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Capitolul IV. Contributii proprii privind sisteme de inteligenta artificiala dezvoltate pentru
detectia automata a amfetaminelor halucinogene pe baza spectrelor lor ATR-FTIR

4.2 Caracterizarea fizico-chimica a unor noi amfetamine halucinogene pe baza descriptorilor
moleculari

In continuare se va prezenta un studiu experimental al metodelor de optimizare AM1, PM3 si
DFT aplicate unei serii de sapte compusi halucinogenici noi (ce au fost prezentati in detaliu in
capitolul | al actualei lucrari), cat si caracterizarea fizico-chimica a acestora pe baza descriptorilor
moleculari.  Amfetaminele  halucinogene  propuse pentru acest studiu sunt: 3,4-
metilendioximetamfetamina (C1); 7-(2-aminopropil) benzofuran (C2); 5,6-metilendioxi-2-aminoindan
(C3); 3,4-metilendioxipirovalerona (C4); 1-(benzofuran-5-il)-N-metilpropan-2-amina) (C5); N-etil-4-
metoxiamfetamina (C6); N-etilpentilona (C7).

Moleculele acestor substante de abuz au fost reprezentate in coordonate 3D, iar geometriile lor
au fost complet optimizate prin utilizarea metodelor semi-empirice AM1 si PM3, precum si a metodei
cuantice DFT.

Programele utilizate pentru procesul de optimizare sunt: HyperChem (versiunea 8.03) [216], care
a fost folosit pentru aplicarea metodelor Austin Model 1 (AM1) si Parametrization Model 3 (PM3),
respectiv Gaussian (versiunea 09) [217] pentru aplicarea metodei teoriei functionalei de densitate
(DFT).

Structura moleculara optimizata a compusului N-etilpentilona (C7), prezentata cu ajutorul

programului Molden 5.0 [219] in urma optimizarii prin metoda DFT (functionala hibrida B3LYP si setul
de baza 6-311G (d, p)) este reprezentata in Figura 4.7.

HalT.lag LT Gean. CORMErHERDS

Figura 4.7 Structura moleculara optimizata a compusului N-etilpentilona (C7) utilizand metoda
DFT/B3LYP/6-311G (d, p).
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4.3 Caracterizarea DFT a omologului metilenic al 3,4-MDMA

In cele ce urmeazé prezentdm o caracterizare spectroscopica detaliatd a compusului N, 2-
dimetil-3-(3,4-metilendioxifenil)propan-1-amina, care este omologul metilenic al 3,4-MDMA. Atribuirea
modurilor vibrationale asociate benzilor de absorbtie IR a fost realizatd prin utilizarea teoriei
functionalei de densitate (DFT) in combinatie cu analiza distributiei energiei potentiale (PED).
Orbitalii moleculari de frontiera si diferenta de energie £, au fost calculati pentru a caracteriza

molecula investigatd din punct de vedere al stabilitatii/reactivitatii chimice. Prezenta situs-urilor
nucleofile si electrofile a fost verificata prin utilizarea diagramei potentialului electrostatic molecular.
Pentru a analiza comportamentul chimic s-au calculat, de asemenea, descriptorii de reactivitate
globala, adica electronegativitatea, potentialul chimic, rigiditatea chimica, flexibilitatea chimica si
indicele de electrofilicitate.

Figura 4.9 Structura moleculara optimizata a compusului N, 2-dimetil-3- (3,4-metilendioxifenil) propan-
1-amina.

Tabelul 4.7 Parametrii geometrici calculati pentru N, 2-dimetil-3- (3,4-metilendioxifenil) propan-1-amina.

Unghi Unghi
. . Lungimea . . de . . de
Atomi legati <o e Atomi legati < Atomi legati .
legaturii legiatura torsiune
Q) @) @)
Cl-C2
1,3774
C2-C3 1,3893 C1-C2-C3 121,43
C3-C4 1,3779 C2-C3-C4 122,10 C1-C2-C3-C4 0,14
C4-C5 1,4097 C3-C4-C5 117,85 C2-C3-C4-C5 -0,15
C5-Co 1,3976 C4-C5-Co 119,36 C3-C4-C5-C6 -0,03
07-C3 1,3750 07-C3-C2 109,57 07-C3-C2-C1 178,86
C8-07 1,4326 C8-07-C3 105,23 C8-07-C3-C2 9,92
09-C2 1,3760 09-C2-C1 128,90 09-C2-C1-Cé 178,61
C10-C5 1,5145 C10-C5-C4 120,40 C10-C5-C4-C3 179,58
Cl11-C10 1,5476 C11-C10-C5 114,73 C11-C10-C5-C4 -101,31
Cl12-Cl11 1,5373 C12-C11-C10 109,79 C12-C11-C10-C5 -171,90
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Figura 4.10 prezinta spectrele IR, teoretic si experimental, ale compusului N, 2-dimetil-3- (3,4-
metilendioxifenil) propan-1-amin& in regiunea spectrald 1800-600 cm™ (regiunea amprentd). Aceasta
indica faptul ca spectrul teoretic este foarte similar cu cel experimental.
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Figura 4.10 Spectrele IR, experimental [26] si teoretic, ale N, 2-dimetil-3- (3,4-metilendioxifenil)

propan-1-aminei in regiunea spectrald 1800 - 600 cm™.

Tabelul 4.8 Numerele de unda IR experimentale si teoretice (scalate) si procentele PED pentru compusul

N, 2-dimetil-3-(3,4-metilendioxifenil) propan-1-amina.

Nr.

Intensitatea

V theor V seated Vesp Alocarea modurilor vibrationale in termen
crt. IRheor (em™) (em™) (em™) de distributie a energiei potentiale PED (%)
1 5,39 3201 3095 V(CH),, (94)
2 4,69 3192 3086 V(CH),, (99)
3 11,13 3166 3061 v(CH),, (95)
4 45,79 3104 3001 v®(CH) ringB (C8H,)(94)

Abrevieri: v -intindere, f - deformare in plan, S , - deformare in afara planului, tw - résucire,
T - torsiune, ar - aromatic, al - alifatic, s - simetric; as - asimetric; PED <12% nu sunt afisate.
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Caracterizarea potentialului chimic

ELUMO: -0.26 eV

Egp=5.46 eV

W Enomo=-5.72 eV

Figura 4.11 Distributia de sarcina a orbitalilor moleculari HOMO si LUMO a N, 2-dimetil-3- (3,4-
metilendioxifenil) propan-1-aminei.

Cu alte cuvinte, N,2-dimetil-3-(3,4-metilendioxifenil)propan-1-amina are o activitate chimica
scazuta, rigiditatea chimica (flexibilitatea) a compusului studiat fiind de 2,73 eV (0,18 eV) (vezi Tabelul
4.9). Prin urmare, putem concluziona ca omologul metilenic al MDMA are un nivel scazut de
reactivitate.

In cazul nostru, indicele de electrofilicitate are o valoare mica, adica 1,64 eV, deci molecula
investigata are un caracter electrofil scazut. Prin urmare, valorile tuturor descriptorilor de reactivitate
globala calculate (vezi Tabelul 4.9) confirma faptul ca N, 2-dimetil-3- (3,4-metilendioxifenil) propan-1-
amina are un nivel de stabilitate relativ ridicat, adica o reactivitate chimica scazuta.

Tabelul 4.9 Parametrii chimici cuantici ce caracterizeaza N, 2-dimetil-3-(3,4-metilendioxifenil) propan-1-amina.

N, 2-dimetil-3-(3,4-metilendioxifenil)

Parametrii chimici cuantici propan-1-amina
DM (debye) 0,62
Enomo (eV) 5,72
ELumo (eV) -0,26
n (eV) 2,73
o (eV) 0,18
x(eV) 2,99
p(eV) -2,99
o (eV) 1,64
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Pentru a gasi situs-urile adecvate atacului electrofil/nuclecfil, a fost reprezentatd diagrama
potentialului electrostatic molecular (vezi Figura 4.12) a compusului investigat. Regiunile cu potential
electrostatic pozitiv, negativ si neutru sunt reprezentate in Figura 4.12 prin diferite culori, respectiv
albastru pentru potential electrostatic pozitiv, rosu pentru potential negativ si verde pentru potential
electrostatic neutru [250].

I+ 0.193

Figura 4.12 Diagrama potentialului electrostatic molecular a compusului N, 2-dimetil-3-(3,4-
metilendioxifenil) propan-1-amina.

Concluzii

In acest subcapitol, au fost calculate geometriile (lungimea legéturilor, unghiul dintre legaturi,
unghiul de torsiune) de echilibru, spectrul IR, orbitalii moleculari de frontiera, potentialul electrostatic
molecular si céativa descriptori de reactivitate globald ai compusului N,2-dimetil-3-(3,4-
metilendioxifenil)propan-1-amina utilizand metoda DFT / B3LYP / 6-311G (d,p). De asemenea, s-a
efectuat interpretarea spectrului IR simulat in ceea ce priveste atribuirile vibrationale si procentele
PED atribuite modurilor normale de vibratie.

Analiza PED a permis o atribuire vibrationald foarte detaliatd a benzilor de absorbtie.
Rezultatele indica faptul ca exista un acord foarte bun intre modurile vibrationale calculate si cele
experimentale.

Analizand orbitalii moleculari de frontiera, diagrama MEP si descriptorii de reactivitate globala,
adica energia E,,, , rigiditatea chimica, flexibilitatea chimica si indicele de electrofilicitate, am obtinut o

imagine de ansamblu asupra potentialului chimic al omologului metilenic al 3,4-
metilendioximetamfetamina studiat. Acesta indica faptul ca aceastd substanta are o reactivitate
chimica scazuta, adica un nivel ridicat de stabilitate [250].
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Capitolul V. Contributii proprii privind sisteme de inteligenta artificiala dezvoltate pentru
detectia automata a amfetaminelor halucinogene pe baza descriptorilor moleculari

In acest capitol sunt prezentate o serie de retele neuronale artificiale, specializate in
identificarea amfetaminelor halucinogene, care folosesc drept variabile de intrare descriptori
moleculari. Dupa cum a fost precizat in Capitolul |, pe piata ilicita a fost identificat un grup nou de
derivati toxici de feniletilamina, denumit N-metoxi benzil-metoxi feniletilamina (NBOMe), care sunt
abuzati in scop recreativ, ca alternative la LSD.

Compusul 4-iodo-2,5-dimetoxi-N-(2-metoxibenzil) feniletilamina (25I-NBOMe) este cel mai
cunoscut membru al familiei de halucinogene ilicite 25-NB, fiind vandut prin canale ilicite sau online,
sub numele de 25I, N-Bomb sau Smiles [76-78]. Structura moleculara optimizata a compusului 25I-
NBOMe este prezentata in Figura. 5.1.

Figura. 5.1 Structura moleculara optimizata a feniletilaminei halucinogene 25I-NBOMe.

Baza de date folositd pentru crearea tuturor retelelor neuronale artificiale prezentate in acest
capitol este alcatuita din 160 de substante de interes criminalistic, cum ar fi medicamente ilicite
(halucinogene NBOMe, amfetamine stimulante, narcotice si alte analgezice puternice), precursori,
omologi sau derivati ai acestora. Mai precis, baza de date contine 15 halucinogene NBOMe (cod de
clasa NBOMe), restul de 145 de substante fiind mentionate n continuare prin utilizarea codului de
clasa non-NBOMe.

In Tabelul 5.1 sunt prezentate cele 15 halucinogene NBOMe a céror descriptori moleculari au
folosit drept date de intrare in crearea retelelor neuronale din acest capitol si a caror prezentare si
proprietati au fost discutate in detaliu in capitolul I.

Tabelul 5.2 prezintd celelalte 145 de substante utilizate in studiu, printre care reamintim:
amfetamine stimulante, narcotice, analgezice puternice, precursori, omologi si derivati ai acestora.
Compusii chimici notati in culoarea rosie sunt compusii din setul de instruire, iar restul (notati Tn
negru) reprezintd compusii care formeaza setul de validare al retelelor neuronale artificiale.
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Tabelul 5.1 Lista celor 15 halucinogene NBOMe incluse in baza de date.
Nr.crt. Numele compusului Codul compusului
1. 2C-H-NBOMe (25H-NBOMe) NBOMe 1
2. 2C-C-NBOMe(25C-NBOMe) NBOMe 2
3. 2CBCB-NBOMe (NBOMe-TCB-2) NBOMe 3
4. 2CBFly-NBOMe (Cimbi-31) NBOMe 4
5. 2C-B-NBOMe (25B-NBOMe) NBOMe 5
6. 2C-I-NBOMe (25I-NBOMe) NBOMe 6
7. 2C-TFM-NBOMe (25TFM-NBOMe) NBOMe 7
8. 2C-D-NBOMe (25D-NBOMe) NBOMe 8
9. 2C-G-NBOMe (25G-NBOMe) NBOMe 9
10. 2C-E-NBOMe (25E-NBOMe) NBOMe 10
11. 2C-P-NBOMe (25P-NBOMe) NBOMe 11
12. 2C-iP-NBOMe (25iP-NBOMe) NBOMe 12
13. 2C-N-NBOMe (25N-NBOMe) NBOMe 13
14. 2C-T-4-NBOMe(25T4-NBOMe) NBOMe 14
15. 2C-T-7-NBOMe (25T7-NBOMe) NBOMe 15

Tabelul 5.2 Lista celor 145 de compusi chimici ce formeaza baza de date.

Nr.crt. Numele compusului Codul compusului
1. p-metoxiamfetamina N157
2. Acetilcodeina N2
3. Acetildihidrocodeinona N3
4. a-feniletilamina M4
5. a-feniletilamina-HFBA N5
6. a-feniletilamina- PFPA N6
7. Amfetamina M7
8. Amfetamina - HFBA N8
9. Amfetamina- PFPA N9
10. Bametan (2-butil-amino-1-p-hidroxifeniletanol) N10
11. Bemegrida (B, B-metiletilglutarimida) N11
12. Benzfetamina (d-N-metil-N-benzil-B-fenilizopropilamina) M12
13. Benzilefedrina N13
14. B-butirolactona N14
15. p-metoxiamfetamina-HFBA N158
16. 3,4-metilendioxi-N-hidroxiamfetamina-HFBA1 N155
17. B-feniletilamina M17
18. B-feniletilamina- HFBA N18

Structurile moleculare mentionate mai sus au fost reprezentate in coordonate 3D prin utilizarea
pachetului software HyperChem 8.03 [216]. Geometria structurii lor moleculare a fost descrisa
folosind metoda semi-empirica AM1, iar mecanismul Polak-Ribiere a fost aplicat pentru a ajusta
parametrii geometrici (lungimile de legatura, unghiurile de legatura si unghiurile de torsiune) si pentru

a determina conditiile in care este atinsa energia minima a sistemului molecular.
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Fisierele .hin ce contin structurile moleculare optimizate ale tuturor compusilor din baza de date
au fost utilizate ca date de intrare pentru programul Dragon 5.5 [229], care calculeaza 96 de
descriptori topologici, 160 de descriptori 3D-MoRSE, 43 de descriptori constitutionali si 31 de grupari
functionale pentru fiecare compus.

Pentru fiecare tip de descriptori au fost create retele neuronale artificiale separate, folosind
software-ul Easy NN plus. Pentru a asigura flexibilitatea, am ales cea mai simpla topologie pentru
toate sistemele ANN. Astfel, arhitectura lor consta din trei straturi, respectiv stratul de intrare, cel
ascuns si cel de iesire. Parametrii principali ai retelei (numarul de noduri din stratul ascuns, rata de
invatare si parametrul de moment) au fost optimizati printr-un proces de incercare si eroare.

Retelele au fost instruite folosind algoritmul de retropropagare a erorii (backpropagation). Rata
de invatare si termenul momentum au fost fixate, dupa optimizare, la « =0,70, respectiv x=0,80.

Functia sigmoida (o functie logistica standard) a fost utilizata ca functie de transfer (activare), in toate
cazurile.

In general, o retea ANN se construieste in doua etape, respectiv faza de instruire si cea de
validare. In faza de instruire, reteaua neuronala incearca s& gaseasca relatia potentiala dintre datele
de intrare si repartizarile clasei dintr-un set de instruire. In cazul nostru, datele de intrare sunt
descriptorii moleculari, in timp ce atributiile de clasa se refera la doua clase, respectiv cele formate de
compusii NBOMe si respectiv compusii non-NBOMe. Procesul de invéatare este continuat pana cand
reteaua converge, adica eroarea radacinii patratice medie (RMSE) de formare scade sub o eroare
tinta.

Toate retelele au acelasi set de instruire, care consta din 8 halucinogene NBOMe si 17 compusi
non-NBOMe. Prin urmare, setul de validare consta din restul de 135 de probe.

in continuare, prezentam o serie de retele neuronale artificiale concepute pentru a recunoaste
identitatea de clasa a halucinogenelor NBOMe pe baza descriptorilor topologici, 3D-MoRSE,
constitutionali si a numarului de grupari functionale. Procesul de antrenare al tuturor retelelor
neuronale artificiale prezentate in acest capitol a fost stabilit sa se incheie cand eroarea medie de
antrenament scade sub eroarea tinta TE=0,01. Procesul de instruire se incheie cand se ajunge la
convergenta. Metoda de validare a fost validarea incrucisatd completa ("leave-one-out”) in toate
cazurile.

5.1 Retele neuronale artificiale concepute pentru identificarea halucinogenelor NBOMe pe
baza descriptorilor 3D-MoRSE, topologici, constitutionali si grupari functionale

Variabilele de intrare ale tuturor celor 4 retele neuronale descrise in acest subcapitol sunt cei 96
de descriptori topologici, 160 de descriptori 3D-MoRSE, 43 de descriptori constitutionali si respectiv
31 de grupari functionale care au fost calculati pentru fiecare compus din baza de date, asa cum s-a
mentionat mai sus. Stratul de iesire are doua noduri, sistemul fiind instruit pentru a recunoaste
identitatea de clasa a doua clase de compusi, respectiv NBOMe si non-NBOMe (vezi Figura 5.2).

Variabilele de intrare ale primei retele neuronale (96TD-ANN) sunt cei 96 de descriptori

topologici, iar arhitectura de retea rezultata din procesul de optimizare consta din 12 noduri ascunse si
1176 de conexiuni ponderate.

23



Adelina ION Sistem inteligent de detectie automata a amfetaminelor halucinogene

Stratul

ascuns
T Stratul de

Structura Stratul de
optimizat3 b s iesire
?‘ ":(' __T.-"
= F* -
ot
tf 4 Program Dragon
- - .
_l/l as descrrp_tl:::rl
N, * topologici
o
S
’1","' i
Program, = S6TD_AMMN are 12 noduri ascunse si 1176
HvperChem conexiuni ponderate dupi optimizare

Figura 5.2 Dezvoltarea retelei neuronale artificiale 96 TD-ANN.

A doua retea neuronald, 160_3D-MoRSE_ANN, a fost creata folosind ca variabile de intrare cei
160 de descriptori 3D-MoRSE mentionati mai sus. Arhitectura sa, derivata din procesul de optimizare,

consta din 14 noduri ascunse si 2268 de conexiuni ponderate.

A treia retea neuronala 43_const_ANN, are drept variabile de intrare cei 43 de descriptori
contitutionali. Arhitectura retelei 43_const_ANN consta in 12 noduri ascunse si 540 de conexiuni

ponderate dupa optimizare

Ultima retea neuronald prezentata in acest subcapitol, 31FG-ANN, are ca variabile de intrare
cele 31 de grupari functionale ale fiecaruia dintre compusii mentionati anterior. Aceasta retea are 12

noduri ascunse si 396 de conexiuni ponderate dupa optimizare.

In cazul retelei 96TD_ANN, au fost necesare 33 de cicluri de invatare, in timp ce 160_3D-
MoRSE_ANN a atins convergenta dupa numai 8 cicluri de invatare.

EMSE Maximum ——— Average Minimum ———

1.0000
0.5000
0.8000
0.7000
0.6000 —
0.5000
0.4000

0.3000

Number of learning cveles
Figura 5.7 Radacina patrata a erorii patratice medie (RMSE) a instruirii in raport cu numarul de cicluri
de invatare pentru reteaua 160_3D-MoRSE_ANN [258].
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Eficienta sistemelor ANN in identificarea identitatii de clasd a unui compus necunoscut a fost
evaluata pe baza mai multor indici de merit, respectiv rata pozitivelor adevarate (true positives rate,
TPR), a negativelor adevarate (true negatives rate, TNR), a falselor pozitive (false positives rate
FPR), a falselor negative (false negatives rate FNR), rata de clasificare (CR) si rata de clasificare
corectd (CCR). Valorile obtinute pentru retelele 96TD-ANN si 160_3D-MoRSE_ANN sunt prezentate
in Tabelul 5.6, iar cele obtinute pentru sistemele 43_const_ANN si 31FG-ANN in Tabelul 5.7.

Tabelul 5.6 Rezultatele procesului de validare al retelelor 96 TD-ANN si 160_3D-MoRSE_ANN [258].

Retea
. neuronala 96TD ANN 160_3D-MoRSE_ANN
Validarea -
parametrului
TPR (%) 100 100
TNR (%) 97,24 95,83
FNR (%) 0 0
FPR (%) 2,76 4,17
CR (%) 100 99,38
CCR (%) 97,5 96,23

Tabelul 5.7 Rezultatele procesului de validare al retelelor 43_const_ANN si 31FG-ANN [259].

Retea
_ neuronald | 43 const_ANN 3IFG-ANN

Validarea - -

parametrului
TPR (%) 100 100
TNR (%) 5724 87,59
FNR (%) 0 0
FPR (%) 42,75 12,41
CR (%) 100 100
CCR (%) 61,25 88,75

Concluzii

Sistemele ANN 96TD-ANN si 160_3D-MoRSE_ANN au o senzitivitate remarcabila: rata TP de
100% inseamna ca toate pozitivele (halucinogenele NBOMe) sunt recunoscute fara exceptie.
Specificitatea (selectivitatea) este si ea foarte buna pentru ambele retele, cea mai eficienta retea
selectiva fiind reteaua 96TD_ANN (TNR = 97,24%). Rata falselor pozitive si cea a falselor negative a
sistemelor 96TD-ANN si 160_3D-MoRSE_ANN fiind remarcabil de scazute, deducem ca descriptorii
care au fost selectati pentru a construi aceste retele contin suficiente informatii de modelare si
discriminare pentru a permite sistemelor sa distinga cu succes pozitivele (halucinogenele NBOMe) de
negative (compusi non-NBOMe).

in privinta sistemelor 43_const_ANN si 31FG-ANN, putem afirma ca ambele au o senzitivitate
foarte buna, cu rata TP de 100%. Ambele sisteme (43_const_ANN si 31FG-ANN) sunt insa mai putin
selective decét retelele 96TD_ANN si 160_3D-MoRSE_ANN [258-259].
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5.2 Retele neuronale artificiale cu variabile de intrare selectate utilizdnd criteriile importantei si

......

Printre principalele avantaje ale utilizarii criteriilor de selectie a variabilelor de intrare, se numara
cresterea vitezei de lucru si identificarea raportului optim dintre numarul de probe din setul de instruire
si numarul de variabile de intrare. Important de retinut este faptul ca o retea neuronala este mai
eficienta atunci cand numarul variabilelor de intrare este mai mic decat numarul de probe din baza de
date. Astfel, scazdnd numarul variabilelor de intrare, se obtine o valoare a raportului dintre numarul de
probe din setul de instruire si numarul de variabile de intrare mult mai eficienta [13].

In vederea construiri unui sistem ANN performant, este imperios necesard selectarea
componentei relevante a vectorului de intrare si dimensiunea corecta a acestuia. Prin pastrarea doar
a variabilelor de intrare care au putere mare de modelare si de discriminare, adica prin eliminarea
informatiei de intrare redundante, se optimizeazé sistemul de clasificare (reteaua neuronald
artificiala). Acest lucru poate fi realizat utilizand diferite criterii sau algoritmi de selectie, precum
criteriul importantei sau criteriul senzitivitatii.

Importanta unei variabile de intrare este determinatd ca suma ponderilor absolute care
caracterizeaza conexiunile dintre un nod de intrare dat si nodurile din stratul ascuns. Importanta este
practic o masura a modului in care fiecare variabila de intrare (nod de intrare) influenteaza urmatorul
strat prezent in retea [258].

Senzitivitatea relativa este o masura a modului in care rezultatele se schimba atunci cand
intrarile sunt modificate. Aceasta marime poate fi determinata prin setarea intrarilor la cele mai mici
valori si apoi cresterea fiecarei intrari la cea mai mare valoare [13,260-261]. Mai precis, schimbarea
iesirilor este masurata in momentul in care fiecare variabila de intrare variaza de la valoarea minima
la valoarea maxima, stabilindu-se astfel care este senzitivitatea la schimbare.

In acest subcapitol urmarim s& ar&tdm care criteriu de selectie de variabile este mai potrivit
pentru eficientizarea refelelor neuronale utilizate la identificarea halucinogenelor NBOMe. Astfel, cu
ajutorul programului Easy NN plus, s-au construit alte retele neuronale artificiale. Acestea au un
numar diferit de variabile de intrare, dar acelasi numar de noduri pe nivelul de iesire. Rezultatele
obtinute Tn urma analizei senzitivitatii si importantei variabilelor de intrare sunt prezentate in cele ce
urmeaza.

5.2.1 Retele neuronale artificiale concepute pentru identificarea halucinogenelor NBOMe pe
baza celor mai importanti descriptori moleculari

Din fiecare sistem creat dupa cum am descris Tn subcapitolul 5.1 cu descriptorii prezentati
anterior, mai precis din retelele neuronale artificiale 96TD_ANN, 160_3D-MoRSE_ANN,
43_const_ANN si 31FG-ANN, au fost selectati cei mai importanti descriptori din fiecare retea in parte
si au fost create alte patru retele neuronale artificiale. Acest aspect ridica intrebarea daca, utilizand
mai putini descriptori, se pot obtine pentru cele 4 noi sisteme, concepute pe baza celor mai importanti
descriptori moleculari, performante similare cu rezultatele obtinute pentru retelele neuronale artificiale
dezvoltate cu toti descriptorii, dupa cum s-a aratat in subcapitolul 5.1.
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Figura 5.10 arata importanta relativa in ordine descrescatoare a valorilor descriptorilor folositi
pentru constructia retelelor neuronale artificiale 96TD_ANN si 160_3D-MoRSE_ANN, in timp ce
Figura 5.11 indica importanta relativa pentru sistemele 43_const_ANN si 31FG-ANN.

96TD ANN 160 3D-MoRSE ANN

Input Mame Importance Relative Inmportance Input Hame Importance Relative Importance
MAXDP Z04831 ] MoriSv 8.0794 J
PwW2 19.0888 Mor20u 7.93056 J
DyDrOE 18.4521 Mor0iu 7T.8410 ]
Jhetz 14 4505 Mor21w 7.5272 I
Jhetm 13 8856 Mor32p 7.3298

Jhete 127835 Mori5e T.2961

WO..0) 13.5518 Mori5p 7.1438

Jhetp 124633 Mor22w r.0918

VDroS 123726 Mor2Sp 6.9653

DvDrOS 12,0721 Mor2ie B.9552

52K 11 5834 Mor02u E.9454

J 113080 Mori8w BE.TT31

St 111587 Mori8p B.TD63

Lop 11.0820 Mor32w B.6590

Ram 109526 Mor23w 6.6150

Qinces 108240 MorQSw 5.6074

TN N} 28429 Morl1p 6.5883

P 2.6032 Mor32u 6.5823

MaXON 88926 Mor2Tu 6.5815

FHI 95700 MorZ28u E.5643

¥l 9.4930 Mor2dp 6.5623

MoOD 27217 Mor2iw B6.4561

ME..Fl 26621 Mor15u 62277

TIE 25656 Moriim 6.1352

WaR 23883 Mor2Tp B.1948

nO..F) 2.1472 Mor27Tw E. 1108

DELS 81281 Mor2éw 6.0936

Dv/Dr11 T.A5702 I | MorO8u E.04TT

Figura 5.10 Primele 28 variabilele identificate ca avand cea mai mare importanta relativa pentru
sistemele 96TD_ANN si 160_3D- MoRSE_ANN [258].

Rezultatele indica faptul ca descriptorii topologici se potrivesc mai bine scopului pentru care au
fost construite sistemele analizate. Importanta relativa a primilor 27 de descriptori topologici (utilizata
pentru construirea 96TD-ANN) este mai mare decét cea a descriptorului 3D-Morse Mor15v , care are
cea mai mare importanta relativa in cazul 160_3D-MoRSE_ANN.

43_const_ANN 31FG-ANN
Input Hame Importance Relative Importance Input HName  Importance Relative Importance
nROS 18.9200 I nRMHR 13.4941 ]
nDE 16.3153 I nCs 3.11594
nBnz 13.8358 nCar 7.9305
nAB 13.4564 nCh- 7.5302
nBEmM 11.6470 nCp 6.9890
AW 10.6818 nAraR 68437
M= 3.6704 nCbH 6. 7309
Mp 5.2473 nRMH2 5.5184
Me 9.1428 nHDGn 5.4898
ARR 2.1082 nRCCOR 4.9616
nR09 6.6503 nCrg 4.9160
ni 6.5951 nArx 47430
nF 6.0194 niCq 4 5387
nCl 5.7882 nHAcc 4.3655
55 56873 nCR2X2 4. 3521
nl 58709 nRCONHR 3. 7383
nBr 5..3499 nCrs 3.7380
iz 5.3184 niCrt 3.7169
ni 528931 nRSR 3.5743
nR12 4.7949 nCRX3 3.5551
nH A4 T26T nCoonj 3.5307
nﬁT ig;g: niCt 3.3963
n - nPyridines 3.3709
Sp 4.5359 | nR=Cs 3.3073
REBEHM 4.4812 nPyrrolidines 3.3068
nSsK 4.3TET nH{COL2 3.2005
Ml 4.3374 nROH 3.1587
nSs 42704 nRNR2 2. 385689

Figura 5.11 Primele 28 variabilele identificate ca avand cea mai mare importanta relativa pentru
sistemele 43_const_ANN si 31FG-ANN.
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Observam din Figura 5.11 ca importanta relativa a primilor 28 de descriptori atat constitutional
cat si a gruparilor functionale au valori relativ apropiate. Cea mai mare valoare este obtinuta pentru
descriptorul constitutional nR05, respectiv 16,98, iar in cazul 31FG-ANN, cea mai mare valoare este
obtinuta pentru descriptorul NnRNHR, respectiv 13,49.

Un nou set de patru sisteme ANN au fost construite utilizidnd ca variabile de intrare, pentru
fiecare tip de descriptori, doar cele care sunt semnificativ mai importante decat restul descriptorilor.

Prima retea neuronala artificiala, 45imp_topo_ANN, a fost construita utilizdnd drept variabile de
intrare doar primii cei mai importanti 45 de descriptori (dupa cum au fost determinati din prima retea
neuronala 96TD_ANN), restul descriptorilor topologici avand o importantd semnificativ mai mica.
Arhitectura 45imp_topo_ANN, derivata din procesul de optimizare, consta din 13 noduri ascunse si
611 conexiuni ponderate. Aceasta retea a atins convergenta dupa 11 cicluri de invatare.

Din reteaua neuronala 160_3D-MoRSE_ANN, care a fost construitéd folosind ca variabile de
intrare 160 de descriptori 3D-MoRSE, au fost selectati primii 80 cei mai importanti descriptori care au
fost utilizati drept variabile de intrare pentru sistemul 80imp_3D-MoRSE_ANN. Noul ANN are 13
noduri ascunse si 1066 de conexiuni ponderate [262]. Procesul de invatare este prezentat in Figura
5.13.

NHplus_80imp_3D_NBOMe_13cycles.tvg Learning stopped - average error below 0.0100

Normalized Error Maximum Average Minimum ———
1.0000
Learning rate: 0.700000
0.9000
Momentum: 0.800000
0.8000 Maximum error: 0.018637
0.7000 Average error: 0.009946
0.6000 Minimum error: 0.005970
Target error: 0.010000
0.5000
0.4000 Validating examples: 0
0.3000 Not validating or scoring.
0.2000
0.1000
1 2 4 5 7 8 9 11 12 13
Learning Cycles
Layer: Input Hidden 1 Qutput
Hodes: 80 13 2
Weights: 1040 26

Figura 5.13 Antrenarea retelei neuronale artificiale 80imp_3D-MoRSE_ANN, construita cu primii 80
cei mai importanti descriptori ai sistemului 160_3D-MoRSE_ANN [262].

In urma analizei importantei absolute a celor 43 descriptori constitutionali folositi ca variabile de
intrare pentru 43_const_ANN, a fost creata o noua retea, cu primii 19 cei mai importanti descriptori,
denumita 19imp_const_ANN. Arhitectura acestei retele nou formate este prezentata in Figura 5.14.
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Figura 5.14 Arhitectura retelei neuronale artificiale 19imp_const_ANN.

Reteaua neuronala artificialda 31FG-ANN, care are ca variabile de intrare cele 31 de grupari
functionale ale fiecaruia dintre cei 160 de compusi mentionati in acest capitol, a fost analizata si s-au
selectat primele 15 cele mai importante grupari functionale. Acestea au fost utilizate ca variabile de
intrare pentru construirea retelei 15impFG-ANN, care are (dupa optimizare) 9 noduri ascunse si 153
de conexiuni ponderate [262]. Arhitectura sa este ilustrata in Figura 5.15.

encp

Figura 5.15 Arhitectura retelei neuronale artificiale 15impFG-ANN, construita cu primele 15 cele mai
importante grupari functionale ale sistemului 31FG-ANN [262].
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Rezultatele comparative obtinute pentru sistemele ANN construite cu descriptori topologici sunt
prezentate in Tabelul 5.8, cele obtinute pentru descriptorii 3D-MoRSE in Tabelul 5.9, cele pentru
descriptorii constitutionali in Tabelul 5.10 si cele pentru gruparile functionale in Tabelul 5.11.

Tabelul 5.8 Precizia clasificarii determinaté prin procesul de validare a retelelor neuronale artificiale 96TD-ANN

si 45imp_topo_ANN construite cu descriptori topologici [262].

Retea

Validares neuronald 96TD-ANN 45imp_topo_ANN
parametrului

TPR (%) 100 100

TNR (%) 97,24 95,17

FNR (%) 0 0

FPR (%) 2,76 4,83

CR (%) 100 100
ACC (%) 97,5 95,63

Tabelul 5.9 Precizia clasificarii indicata prin procesul de validare a refelelor neuronale artificiale 160_3D-
MoRSE_ANN si 80 imp_3D-MoRSE_ANN construite cu descriptori 3D-MoRSE [262].

Retea
neuronala 160_3D- 80 imp_3D-MoRSE
Validarea MoRSE ANN _ANN
parametrului
TPR (%) 100 100
TNR (%) 95,14 94,48
FNR (%) 0 0
FPR (%) 4,86 5,51
CR (%) 99,38 100
ACC (%) 95,6 95

Tabelul 5.10 Precizia clasificarii indicata prin procesul de validare a retelelor neuronale artificiale 43_const_ANN

si 19imp_const_ANN construite cu descriptori constitutionali [262].

Retea
Validarea neuronala 43 const_ ANN 19imp_const_ ANN
parametrului
TPR (%) 100 100
TNR (%) 57,24 71,72
FNR (%) 0 0
FPR (%) 42,75 28,28
CR (%) 100 100
ACC (%) 61,25 74,38
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Tabelul 5.11 Precizia clasificarii indicata prin procesul de validare a retelelor neuronale artificiale 31FG-ANN si
15impFG-ANN construite cu grupéri functionale [262].

Retea
neuronala .
Validarea 31FG-ANN 15impFG-ANN
parametrului
TPR (%) 100 100
TNR (%) 87,59 96,55
FNR (%) 0 0
FPR (%) 12,41 3,45
CR (%) 100 100
ACC (%) 88,75 96,87

Concluzii

Sistemele de screening construite cu descriptori topologici (96TD_ANN si 45imp_topo_ANN) au
o senzitivitate remarcabila (TPR = 100%), ceea ce inseamna ca toate pozitivele (halucinogene
NBOMe) sunt recunoscute corect ca atare (vezi Tabelul 5.8). Reteaua 96TD-ANN se caracterizeaza
printr-o selectivitate deosebita (clasificarea corecta a negativelor, TNR = 97,24%). Selectivitatea
retelei 45imp_topo_ANN, desi este usor mai diminuata (TNR = 95,17%), este inca foarte mare,
indeplinind cerintele mari de precizie stabilite pentru sistemele de screening criminalistic.

Sistemele 160_3D-MoRSE_ANN si 80 imp_3D-MoRSE_ANN au, de asemenea, o senzitivitate
foarte buna (TPR = 100%) (vezi Tabelul 5.9). Selectivitatea retelei 160_3D-MoRSE_ANN este putin
mai micd (TNR = 95,14%) decat cea a 96TD-ANN. in cazul descriptorilor 3D-MoRSE, reducerea
numarului de variabile de intrare in functie de importanta lor genereaza si o selectivitate putin mai
mica (TNR = 94,48%) [262]. Cu toate acestea, selectivitatea scade mai putin decat in cazul
descriptorilor topologici.

Procesul de validare indica o senzitivitate deosebitd (TPR = 100%) pentru sistemele ANN
construite cu descriptori constitutionali, adica 43_const_ANN si 19imp_const_ANN (vezi Tabelul
5.10). Cu toate acestea, aceste retele sunt mai putin selective decat retelele construite cu descriptori
topologici sau descriptori 3D-MoRSE (TNR = 57,24% pentru 43_const_ANN) [262].

Aceeasi senzitivitate remarcabila (TPR = 100%) este obtinutad si pentru gruparile functionale
(vezi Tabelul 5.11). In cazul lor, selectivitatea ANN construitd cu toti descriptorii disponibili (31FG-
ANN: TNR = 87,59%) este mai mica decéat in cazul descriptorilor topologici si al descriptorilor 3D-
MoRSE, dar mai mare decat in cazul descriptorilor constitutionali. Pe de altd parte, selectia
variabilelor de intrare in functie de importanta variabilelor aduce o imbunatatire remarcabila a
selectivitatii sistemului (TNR = 96,55%) pentru reteaua 15impFG-ANN [262]. De fapt, pastrarea in
baza de date de intrare numai a celor mai importante grupari functionale a generat cel mai selectiv
sistem de screening ANN din toate cele opt retele cu variabile selectate.

O altda observatie importanta este ca toate retelele analizate au putut sa clasifice toate
substantele supuse clasificarii, cu exceptia 160_3D-MoRSE_ANN, pentru care CR = 99,38%. Trebuie
sa subliniem ca selectia variabilelor de intrare pe baza importantei lor a crescut in acest caz la CR =
100%.

Pe de alta parte, Tabelul 5.10 indica faptul ca descriptorii constitutionali nu sunt adecvati pentru
crearea unui screening ANN eficient pentru halucinogenele NBOMe: atat 43_const_ANN cét si
19imp_const_ANN au o precizie relativ scazuta [262-263].
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5.2.2 Retele neuronale artificiale concepute pentru identificarea halucinogenelor NBOMe pe
baza celor mai senzitivi descriptori moleculari

Pentru a selecta cele mai relevante variabile de intrare, sistemele ANN prezentate in
subcapitolul 5.1 (96TD_ANN, 160_3D-MoRSE_ANN, 43_const_ANN si 31FG-ANN) au fost evaluate
din punctul de vedere al senzitivitatii variabilelor de intrare (vezi Figura 5.16). Senzitivitatea relativa a
unei variabile de intrare este o masura a modului in care iesirile variaza atunci cand intrarile sunt
modificate. Astfel, pentru a determina senzitivitatea la schimbare, modificarea iesirii este masurata pe
masura ce fiecare intrare este crescuta de la cea mai mica la cea mai mare valoare [13,260-261].

96TD_ANN 160_3D-MoRSE_ANN 43_const_ANN 31FG-ANN

Input Hame Relative Sensistivity Input Hame Relative Sensistivity Input Name Relative Sensistivity INPut Hame Relative Sensistivity

D/Drl6 Mor20u | nBnz nRNHR
T(C..0) Mor25p nAB nCar
52K Mori 5w nBm nChb-
PHI Mor1 e ARR nChH
MDD Mori5p nC nArOR
VAR Mor20w nCl nRSR
TI2 Morlip nBr nCs
DECC MorZle nH nRNHZ
TM.. 5} Mord1u ns nRCOOR
WA Mori5u REN nCrg
ICR Mor2 5w nROG nArK
AECC Meoriim SCBO nCp
ECC Mor20p nBT nCq
CENT Mor20m nDB nl{CO2
50K Mor25e nRO5 nCrs

Figura 5.16 Variabilele de intrare identificate ca avand cea mai mare senzitivitate relativa prin analiza
retelelor neuronale artificiale (ANN) construite cu descriptori topologici (96TD_ANN), descriptori 3D-
MoRSE (160_3D-MoRSE_ANN), descriptori constitutionali (43_const_ANN) si grupari functionale
(31FG-ANN) [259].

Figura 5.16 indica faptul cd baza de date utilizatd pentru construirea 96TD-ANN contine
variabilele care sunt semnificativ mai senzitive decat cele utilizate pentru a construi 160_3D-
MoRSE_ANN. De exemplu, descriptorul topologic D/Dr06 are o senzitivitate de 0,95, mult mai mare
decat cea mai mare senzitivitate inregistrata in cazul 160_3D-MoRSE_ANN, adica 0,60 in cazul
descriptorului Mor20u 3D-Morse.

Un nou set de patru ANN-uri a fost construit, utilizand ca intrare, pentru fiecare tip de descriptori,
numai acele variabile (descriptori) identificate ca fiind cele mai senzitive. Astfel, din cei 96 de
descriptori topologici, folositi pentru reteaua neuronald 96TD-ANN, au fost preluati in noua baza de
date numai primii 9 cei mai senzitivi descriptori. Noua retea ANN construitd a fost denumita
9senz_topo ANN. Arhitectura sistemului 9senz topo ANN, derivatd din procesul de optimizare,
consta din 10 noduri ascunse si 110 conexiuni ponderate.

Reteaua neuronald 160_3D-MoRSE_ANN a fost construita folosind ca variabile de intrare 160
descriptori 3D-MoRSE. Pornind de la acest sistem, 50senz_3D-MoRSE_ANN a fost apoi construit cu
primii 50 cei mai senzitivi descriptori 3D-MoRSE. 50senz_3D-MoRSE_ANN are 13 noduri ascunse Si
676 conexiuni ponderate dupa optimizare.
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in Figura 5.18 este prezentata eroarea radacinii-patratice medie (RMSE) in functie de numéarul
de cicluri de invatare pentru reteaua 50senz_3D-MoRSE_ANN.

NNplus_B0senz_3D_NBOMe - 15cycles.tvg Learning stopped - average error below 0.0100

Normalized Error

1.0000
Learning rate: 0.700000
0.9000
Momentum: 0.500000
0.5000 : Maximum error: 0.011400
Maximum
0.7000 Average error 0.003509
0.6000 Minimum error: 0.000000
Target error: 0.010000
0.5000
0.4000 Average Validating examples: 0
0.3000 Not validating or scoring.
0.2000
01000
Minimum
1 3 4 ] ] 9 11 12 14 15
Learning Cycles
Layer: Input Hidden 1 Output
Nodes: 50 13 2
Vieights: 650 26

Figura 5.18 Radacina patrata a erorii patratice medie (RMSE) a instruirii in functie de numarul de
cicluri de Tnvatare pentru reteaua 50senz_3D-MoRSE_ANN [259].

Sistemul 43 const ANN a fost creat utilizind ca variabile de intrare 43 de descriptori
constitutionali. Noua retea, 5senz_const_ANN, a fost construitd cu primii 5 cei mai senzitivi dintre
acesti descriptori. Ca urmare a procesului de optimizare, stratul ascuns al 5senz_const_ANN este
format din 6 noduri ascunse si 42 de conexiuni ponderate.

Reteaua neuronald 31FG-ANN are ca variabile de intrare cele 31 de grupari functionale ale
fiecaruia dintre compusii mentionati in studiu si are 12 noduri ascunse si 396 conexiuni ponderate
dupa optimizare. Primele 5 cele mai senzitive grupari functionale, asa cum a reiesit din evaluarea
31FG-ANN, au fost utilizate ca variabile de intrare pentru construirea 5senz_fgroups-ANN. Acest
sistem are 6 noduri ascunse si 42 de conexiuni ponderate dupa optimizare (vezi Figura 5.20).
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Figura 5.20 Arhitectura retelei neuronale artificiale 5senz_fgroups-ANN, construita cu primele 5 cele
mai senzitive grupari functionale ale 31FG-ANN [259].
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Tabelul 5.12 Precizia clasificarii indicata de procesul de validare pentru retelele neuronale artificiale 96TD_ANN
si 9senz_topo_ANN construite cu descriptori topologici [259].

Reteaua
neuronala
96TD_ANN 9senz_topo_ANN
Validarea
parametrului
TPR (%) 100 86,67
TNR (%) 97,24 97,24
FNR (%) 0 6,67
FPR (%) 2,76 6,2
CR (%) 100 100
CCR (%) 97,5 96,25
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Tabelul 5.13 Precizia de clasificare indicata de procesul de validare pentru 160_3D-MoRSE_ANN si
50senz_3D-MoRSE_ANN retele neuronale artificiale construite cu descriptori 3D-MoRSE [259].

Reteaua
neuronala
160_3D-MoRSE_ANN | 50senz_3D-MoRSE ANN
Validarea
parametrului
TPR (%) 100 100
TNR (%) 95,14 93,8
FNR (%) 0 0
FPR (%) 4,86 6,2
CR (%) 99,38 100
CCR (%) 95,6 94,38

Tabelul 5.14 Precizia de clasificare indicata de procesul de validare pentru retelele neuronale artificiale

43 _const_ANN si 5senz_const_ANN construite cu descriptori constitutionali [259].

Reteaua
neuronala
43 const ANN Ssenz_const ANN
Validarea
parametrului
TPR (%) 100 100
TNR (%) 57,24 86,81
FNR (%) 0 0
FPR (%) 42,75 13,19
CR (%) 100 99,38
CCR (%) 61,25 74,84

Tabelul 5.15 Precizia clasificarii indicata prin procesul de validare a retelelor neuronale artificiale 31FG-ANN si

b5senz_fgroups-ANN construite cu grupdri functionale [259].

Reteaua
neuronala
31FG-ANN Ssenz_fgroups-ANN
Validarea
parametrului
TPR (%) 100 100
TNR (%) 87,59 86,20
FNR (%) 0 0
FPR (%) 12,41 13,79
CR (%) 100 100
CCR (%) 88,75 87,5
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Retelele ANN construite cu descriptori topologici (96TD_ANN si 9senz_topo_ANN) sunt foarte
selective: clasificarea corecta a negativelor este TNR = 97,24% (vezi Tabelul 5.12). Sistemul
9senz_topo_ANN este mai putin senzitiv (TPR = 86,67%) decéat reteaua 96TD_ANN (TPR = 100 %).
Tehnic vorbind, deducem din aceste rezultate ca, desi numarul de variabile de intrare a fost diminuat
de 10 ori, descriptorii selectati pentru a construi 9senz_topo_ANN contin in continuare suficiente
informatii cu putere mare de modelare si discriminare pentru a distinge corect halucinogenele NBOMe
de negative (compusi non-NBOMe).

Ambele sisteme 160_3D-MoRSE_ANN si 50senz_3D-MoRSE_ANN au o senzitivitate
remarcabila (TPR = 100%) (vezi Tabelul 5.13). Prin urmare, descriptorii 3D-MoRSE au o senzitivitate
mai buna decat descriptorii topologici. In cazul descriptorilor 3D-MoRSE, desi numarul de variabile de
intrare a fost diminuat pana la o treime, selectivitatea sistemului a fost foarte putin afectata (de la
TNR=95,14% la TNR=93,8%) [259].

In cazul ANN-urilor construite cu descriptori constitutionali, procesul de validare indica o
senzitivitate foarte buna (TPR=100%) atat pentru 43_const_ANN, cat si pentru 5senz_const_ ANN
(vezi Tabelul 5.14). in acest caz, eliminarea din baza de date de intrare a descriptorilor constitutionali
mai putin senzitivi imbunatateste semnificativ selectivitatea sistemului (TNR=57,24% pentru reteaua
43_const_ANN si TNR=86,81% pentru sistemul 5senz_const_ANN) [259]. Totusi, aceste retele sunt
mai putin selective decét retelele construite cu descriptori topologici sau descriptori 3D-MoRSE.

Aceeasi senzitivitate deosebita (TPR = 100%) este obtinuta si pentru gruparile functionale (vezi
Tabelul 5.15). Selectivitatea retelei 31FG-ANN (TNR = 87,59%), construitd cu toate gruparile
functionale, este mai mica decéat in cazul descriptorilor topologici si al descriptorilor 3D-MoRSE, dar
mai mare decat in cazul descriptorilor constitutionali. Selectivitatea retelei 31FG-ANN este doar putin
mai mare decat cea a 5senz_fgroups-ANN, pentru care TNR = 86,20% [259].

Toate cele opt retele analizate pot clasifica toti compusii supusi clasificarii, cu exceptia retelelor
160_3D-MoRSE_ANN si 5senz_const_ ANN, care au CR = 99,38%. In cazul 50senz_3D-
MoRSE_ANN, selectia variabilelor de intrare in functie de senzitivitatea lor a crescut CR pana la
100%.

Comparand precizia generala a tuturor retelelor, cele mai performante sisteme ANN sunt cele
construite cu descriptori topologici si cu descriptori 3D-MoRSE. Retelele 96TD_ANN,
9senz_topo_ANN si 160_3D-MoRSE_ANN au ACC>95%, ceea ce inseamnad ca aceste retele
indeplinesc standardele de precizie necesare unui instrument de screening criminalistic. Dintre
retelele construite cu cele mai senzitive variabile de intrare, sistemele ANN construite cu descriptori
topologici si 3D-MoRSE sunt cele mai performante.

Tabelul 5.14 indica faptul ca descriptorii constitutionali nu sunt cea mai buna alegere pentru
construirea unui screening ANN eficient pentru identificarea halucinogenelor NBOMe. Ambele retele,
43_const_ANN si 5senz_const_ANN, au o precizie scazuta, adica 61,25% si, respectiv 74,84%
[259,264].
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Concluzii

Dintre toate sistemele analizate, cele mai eficiente sunt 96TD_ANN si 160_3D-MoRSE_ANN,
mai precis, cele construite cu descriptori topologici si descriptori 3D-MoRSE. Eficienta lor este
reflectatd de capacitatea de a recunoaste identitatea de clasa a oricarui nou drog a carui structura
moleculara sau toxicitate este similara cu amfetaminele halucinogene ilicite care formeaza clasa
NBOMe (atribuite ca pozitive).

Cele trei sisteme ANN (96TD_ANN, 160_3D-MoRSE_ANN si 50senz_3D-MoRSE_ANN)
prezentate au o senzitivitate deosebita: o rata de TP de 100% inseamna ca toate halucinogenele
NBOMe sunt recunoscute ca atare, fara exceptie. Selectivitatea acestor sisteme in recunoasterea
negativelor este de asemenea remarcabild, cele mai bune retele selective fiind 96TD_ANN si
9senz_topo_ANN (TNR = 97,24%), urmate de 160_3D-MoRSE_ANN (TNR = 95,14%).

Aceste sisteme sunt, de asemenea, foarte selective, datorita faptului ca rata falselor pozitive si
rata falselor negative sunt remarcabil de mici. Putem concluziona ca descriptorii selectati pentru a
construi aceste retele contin informatii relevante si cu o putere de modelare si de discriminare
suficientd pentru a permite sistemelor sa distingad cu succes compusii NBOMe de compusii non-
NBOMe.

Analiza generala a indicilor de merit mentionata mai sus indica faptul ca 96TD_ANN este cel mai
eficient sistem, al doilea cel mai bun fiind sistemul 160_3D-MoRSE_ANN. Utilizarea acestor sisteme
pentru estimarea activitatii farmacologice a unui compus nou elimina necesitatea unor teste clinice si
toxicologice costisitoare si consumatoare de timp, de altfel necesare pentru detectarea noilor
halucinogene NBOMe (inca necunoscute).

Din punct de vedere metodologic, putem observa ca selectarea variabilelor de intrare in functie
de senzitivitatea lor poate imbunatati sau diminua precizia de clasificare a sistemelor ANN. Prin
urmare, masura in care acest tip de selectie a variabilelor de intrare este utilizata trebuie intotdeauna
analizata cu atentie. Cu toate acestea, daca eficienta sistemului este doar usor afectata, selectia
variabilelor trebuie luata in considerare. Scaderea considerabila a numarului de variabile de intrare,
care trebuie calculate anterior testarii pentru a clasifica compusul analizat, economiseste timp si deci
reduce semnificativ costurile analitice [259,264].

5.3 Screening-ul halucinogenelor NBOMe pe baza retelelor neuronale artificiale si a
descriptorilor structurali

In acest subcapitol este efectuatd o analizad comparativa dintre doua retele neuronale create cu
descriptori structurali, mai precis a imbunatatirii eficientei primei retele creatd cu o combinatie a doua
subtipuri de descriptori structurali. Pentru inceput, a fost analizat modul in care ordonarea compusilor
in baza de date influenteaza performantele sistemelor.

Apoi s-a studiat o modalitate de determinare a limitei pana la care se pot reduce numarul de
variabile de intrare, astfel incat sa nu fie afectate performantele de clasificare ale sistemului ANN.
Altfel spus, s-a studiat modul de determinare a arhitecturii optime a sistemului ANN construit pentru
recunoasterea identitatii de clasa a halucinogenelor NBOMe.
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in acest scop, au fost calculati un numar de 74 de descriptori constitutionali si grupari
functionale (CD + FG) pentru fiecare din cei 160 de compusi inclusi in baza de date, asa cum a fost
mentionat la inceputul capitolului V.

Prima retea neuronala (74CD-FG_ANN) are ca variabile de intrare un numar de 74 de
descriptori constitutionali si grupari functionale care au fost calculate pentru fiecare esantion.
Arhitectura sa, care a rezultat din procesul de optimizare, constd din 12 noduri ascunse si 912
conexiuni ponderate. Sistemul 74CD-FG_ANN a fost proiectat cu doua noduri de iesire, adica
compusi NBOMe si compusi non-NBOMe [265].

Reteaua neuronala 74CD-FG_ANN a fost programata pentru a opri procesul de instruire atunci
cand eroarea medie de antrenament scade sub eroarea tinta stabilita la TE = 0,01.

Hormalized Error Maximum Average Minimum
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Figura 5.22 Evolutia procesului de instruire al retelei neuronale 74CD-FG_ANN [265].

In Figura 5.23 este reprezentatd o portiune din grila datelor retelei neuronale artificiale 74CD-
FG_ANN, respectiv o parte dintre valorile descriptorilor constitutionali si gruparile functionale utilizate
drept intrari corespunzatoare celor 8 halucinogene NBOMe si 17 compusi non-NBOMe.
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I: BAMW I: MW I: 5w I: Se I: Sp I: Ss I: Mw
T: NBOMel &.7000 301.4200 27.1100 44.8000 28.7400 45.8300 0.&000
T: HNBECMelO 6.4600 329.4800 30.3000 50.5700 32.2700 49.0000 0.5900
T: NBOMez2 7.4600 335.8600 27.8100 45.1300 29.6000 49.6100 0.6200
T: NBOMeS 5.4500 380.3100 28.1900 45.0300 30.1000 48.2500 0.6300
T: NBOMed S.5000 427 .3100 28.5300 44 .8700 31.4000 47.8200 0.6300
I: HNECMeT T.7000 369.4200 29.0400 49.2300 30.3200 T0.7500 0.6000
T: NBOMelZ2 6.3600 343.5100 31.9000 53.4500 34.0300 50.8300 0.5900
T: HNBOMeld a.8300 375.5800 32.9900 54.5300 35.6800 52.6700 0.&a000
T: N11 G.4700 155.2200 13.46000 24.0600 14.45800 25.5800 0.5700
T: W&& 9.7300 389.3000 24.2800 43.5100 24 .5500 9a.7500 0.6100
T: N14 T.1700 86.1000 6.8200 12.3100 7.13800 17.0000 0.5700
T: N23 11.45900 494.2700 24.7400 49.6400 24.1800 149.3300 0.5800
T: N30 &.7300 445.4200 31.7700 53.5800 32.6500 93.4200 0.6200
T: N3l &.0800 154 .2200 14.7900 24.7100 15.2200 37.6700 0.6200
T: W23 &.9600 299.4000 26.5100 42.9200 27.9800 44.7500 0.&200
T: N52 T.1700 86.1000 6.8200 1l2.3100 7.13900 le.&700 0.5700
T: N54 6.3700 248.5200 21.5600 38.1400 26.6100 33.5600 0.5500
T: M55 a.2500 262 .5500 23.1600 41.0300 28.3800 35.3900 0.5500
T: HN5& a.6800 100.1300 &.4100 15.1500 &.9500 18.5000 0.5a00
I: M99 6.2400 1l62.2600 15.5700 25.%5100 1l&.5800 22.5000 0.6000
T: N100 8.1400 122.1400 9.7000 15.3000 9.594900 25.3300 0.6500
T: Nl2& 7.1100 142.1800 11.4000 20.3900 11.9700 29.3300 0.5700
T: N131 4.59000 88.1800 &.9800 17.6200 9.8200 14.0000 0.5000
T: W27 7.0a00 303.3900 2a6.0200 43.2500 27.4400 51.8300 0.6100
T: M&4d 10.3600 321.1800 19.2300 30.8900 21.6700 32.6200 0.6200

Figura 5.23 Fragment din grila datelor sistemului 74CD-FG_ANN.

Este de mentionat ca ordinea in care sunt asezati acesti compusi in grila datelor retelei
neuronale artificiale nu este aleatorie, deoarece in functie de structura pe care o realizdm inainte de a
crea reteaua neuronald, se obtin rezultate (validarea parametrilor) care denota eficienta sistemului
creat in identificarea halucinogenelor NBOMe. Procesul de identificare a ordinii optime in care
compusii trebuie sa fie asezati se realizeaza prin testarea a cat mai multor variante. in urma acestor
teste, se verificd nivelul erorii normalizate si astfel se alege combinatia optima (care are eroarea
relativa cu valoare cat mai apropiata de eroarea tinta).

Eficienta cu care 74CD-FG_ANN identifica identitatea clasei unei substante necunoscute a fost
evaluata prin analiza mai multor indici de merit, prezentati in Tabelul 5.16.

Tabelul 5.16 Rezultatele procesului de validare 74CD-FG_ANN [265].

Reteaua
neuronala
74CD-FG_ANN
Validarea
parametrului

TPR (%) 100
TNR (%) 80,99
FNR (%) 0
FPR (%) 19,01

CR (%) 98,13
CCR (%) 82,8
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Figura 5.26 ilustreazd importanta relativa a celor mai eficienti dintre cei 74 de descriptori
structurali.

Input Nanme Importance Relative Importance
nRNHR 12.43s0 ]
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Figura 5.26 Variabilele de intrare ce au cea mai mare importanta relativa pentru sistemul 74CD-
FG_ANN [265].

Se observa ca sistemul 74CD-FG_ANN are o senzitivitate foarte buna, ceea ce inseamna ca
recunoaste foarte eficient halucinogenele NBOMe.

Imput H=ame Sen=itiwity Relatiwve Sensistiwity
rnRMHE 0.E22TE1S5 ]
ncbH 0.21543245
nch- 2. 150320203
rnErA 0. 14244257
ncar 0. 122354591
nBEnz 011022216
rAaE 0107283654
rnAr oOR 0.09252374
nc 005440580
ARE 0.0527E022
REHM 004210887
nET 0.025854 5326
nOE 002454015

Figura 5.27 Senzitivitatea relativa a sistemului 74CD-FG_ANN [265].
Concluzii

Rezultatele obtinute Tn urma procesului de validare in cazul sistemului 74CD-FG_ANN, construit
cu descriptori constitutionali si grupari functionale, sunt foarte bune. Acesta permite identificarea
oricareia dintre halucinogenele incluse in baza de date, precum si a oricarui nou drog (neinclus in
baza de date) care are o activitate biologica si o toxicitate similara clasei de amfetamine halucinogene
ilicite NBOMe. Daca 74CD-FG_ANN clasifica un compus drept pozitiv, inseamna ca acel compus are
aceeasi activitate biologica ca halucinogenele NBOMe modelate.

In cazul nostru, sistemul 74CD-FG_ANN are o senzitivitate remarcabila (o ratad de TP = 100%),
ceea ce iInseamna ca toate pozitivele (halucinogene ale NBOMe) sunt recunoscute corect.

Acest lucru inseamna, de asemenea, ca descriptorii care au fost alesi pentru a construi aceasta
retea contin suficientd informatie discriminantd necesara pentru a distinge halucinogenele NBOMe de
negative (compusi non-NBOMe). Selectivitatea, masurata prin eficienta clasificarii negativelor (non-
NBOMe) este, de asemenea, foarte buna (TNR = 80,99%) [265].

40



Adelina ION

Sistem inteligent de detectie automata a amfetaminelor halucinogene

A doua retea neuronala, denumita 74_struct_ANN, are ca variabile de intrare 43 descriptori
constitutionali si 31 de grupari functionale [266-267]. Reteaua 74_struct_ANN are 12 noduri ascunse
si 912 conexiuni ponderate. In Figura 5.28 este prezentata eroarea radacinii patratice medie (RMSE)
a numarului de cicluri de invatare pentru reteaua 74_struct_ ANN.

Normalized Error
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Figura 5.28 Radacina patrata a erorii patratice medie (RMSE) a instruirii Tn raport cu numarul de
cicluri de invatare pentru reteaua 74_struct_ ANN [267].

in Figura 5.29 este reprezentatd o micd parte din grila
74 struct ANN.

datelor retelei neuronale artificiale

I: RMW I: MW I: Sw I: Se I: Sp I: S= I: Mw
IT: NBOMel 6.7000 301.4200 27.1100 44.8000 28.7400 45.8300 0.&a000
T: NBCMelO a.4a600 329.4800 30.3000 50.5700 32.2700 49,0000 0.5900
T: HBOMeZ 7.4a600 335.8600 27.8100 45.1300 25.6000 45.6100 0.&a200
T: NBOMel2 6.3600 343.5100 31.9000 53.4500 34.0300 50.8300 0.5900
T: NEBCMel4d &.8300 375.5800 32.9900 54.5300 35.6800 52.&8700 0.&000
T: NBOMeS 8.4500 380.3100 28.1900 45.0300 30.1000 48.2500 0.68300
T: NBOMe7 7.7000 369.4200 29.0400 49,2300 30.3200 T70.7500 0.&a000
IT: NBOMeg 9.5000 427.3100 28.5300 44.8700 31.4000 47.68200 0.&6300
T: N1l 8.4700 155.2200 13.6000 24 .0800 14.4800 29.5800 0.5700
T: H14 7.1700 86.1000 a.8200 12.3100 7.15900 17.0000 a0.5700
T: N23 11.4500 494.2700 24.7400 49,6400 24.1800 149.3300 0.5800
T: N30 &.7300 445.4200 31.7700 53.5800 32.6500 93.4200 0.8200
T: N31 &.0900 194 .2200 14.7900 24.7100 15.2200 37.48700 0.8200
T: N23 6.9600 299.4000 26.5100 42,9200 27.9800 44,7500 0.6200
I: N52 T7.1700 g6.1000 6.2200 12.3100 T.1900 16.6700 0.5700
T: IS4 &.3700 248.5200 21.5&800 38.1400 26.6100 33.5&800 0.5500
T: H55 &.2500 262.5500 23.1a00 41.0300 28.3800 35.3900 0.5500
T: N5& 6.6800 100.1300 2.4100 15.1900 2.9500 18.5000 0.5600
T: N949 a.2400 162.2&00 15.5700 25.5100 16.5800 22.5000 0.&000
T: N100 .1400 122.1400 9.7000 15.3000 9.9900 25.3300 0.a8500
T: N131 4.9000 g28.1800 2.9800 17.6200 9.8200 14.0000 0.5000
I: NE& 9.7300 389.3000 24.2800 43.5100 24.5500 96.7500 0.6100
T: N12& T7.1100 142.1800 11.4000 20.3900 11.9700 29,3300 0.5700
T: H27 7.0a00 303.3900 26.0200 43.2500 27.4400 51.8300 0.&8100
T: Na4d 10.36800 321.1200 19.2300 30.8900 21.6700 32.6200 0.6200

Figura 5.29 Fragment din grila datelor retelei neuronale artificiale 74_struct_ANN.
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Ordinea in care apar cei 25 de compusi in grila datelor retelei neuronale artificiale din Figura
5.29 difera de cea din Figura 5.23. Mai precis, referitor la compusii NBOMe din setul de instruire al
celor doua retele neuronale, primii 3 compusi in ambele figuri au ramas pe aceeasi pozitie (NBOMe1,
NBOMe10, NBOMe2), in timp ce urmatorii 5 compusi NBOMe au cu totul alta pozitie.

Importanta relativa a sistemului 74_struct_ANN, determinata pentru primii 44 cei mai importanti
descriptori ai retelei construiti cu 74 de descriptori structurali este aratata in Figura 5.31, in ordine
descrescatoare.
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Figura 5.31 Primele 44 variabile cu cea mai mare importanta relativa prin analizarea retelei neuronale
artificiale 74_struct_ ANN [267].

Rezultatele procesului de validare ale sistemului 74_struct. ANN sunt prezentate in Tabelul 5.17.

Tabelul 5.17 Rezultatele procesului de validare ale sistemului 74_struct_ ANN [267].

Reteaua
neuronala
74 struct ANN
Validarea
parametrului
TPR (%) 100
TNR (%) 83,33
FNR (%) 0
FPR (%) 16,67
CR (%) 99,38
CCR (%) 84,9
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Comparand rezultatele proceselor de validare atat pentru sistemul 74_struct_ANN céat si pentru
sistemul 74CD-FG_ANN (vezi Tabelele 5.16 si 5.17), se observa ca reteaua 74_struct_ANN are cea
mai buna eficienta. Este de remarcat senzitivitatea deosebita obtinuta pentru ambele sisteme (TPR =
100%). Selectivitatea retelei 74_struct_ ANN (TNR = 83,33%) este mai mare decét in cazul sistemului
74CD-FG_ANN (TNR = 80,99%). Pentru ambele retele, rata falselor negative este nula. Diferenta
dintre rata de clasificare a sistemului 74_struct_ANN si 74CD-FG_ANN este de 1,25%, iar diferenta
dintre ratele de clasificare corecta este 2,1%. Atéat rata de clasificare cét si rata de clasificare corecta
sunt mai bune in cazul retelei 74_struct_ANN.

In continuare, pentru determinarea arhitecturii optime a sistemului de detectie a
halucinogenelor NBOMe, au fost construite alte trei retele, in care numarul variabilelor de intrare
a fost redus progresiv, selectand variabilele de intrare in functie de importanta acestora. Cele mai
importante variabile au fost identificate folosind reteaua 74_struct_ ANN.

Apoi a fost construita reteaua neuronala 34_imp_struct_ANN, care are drept variabile de intrare
primii 34 cei mai importanti descriptori structurali ai retelei 74_struct_ANN. Noul sistem are 12 noduri
ascunse si 432 de conexiuni ponderate dupa optimizare.

Pentru a analiza dinamica performantelor clasificarii, au fost construite alte doua sisteme ANN
prin modificarea (cresterea sau scaderea cu 10) a numarului de descriptori inclusi in baza de date de
instruire. Prin urmare, cel de-al treilea ANN (44_imp_struct_ANN) a fost creat utilizind ca variabile de
intrare doar primii 44 cei mai importanti descriptori structurali (identificati cu ajutorul retelei
74 struct ANN). Arhitectura 44 _imp_struct ANN, derivata din procesul de optimizare, consta din 12
noduri ascunse si 552 de conexiuni.

In cele din urma, primii 24 cei mai importanti descriptori structurali (identificati cu reteaua initiala)
au fost folositi pentru a construi 24_imp_struct_ANN, retea care are 13 noduri ascunse si 338
conexiuni dupa optimizare.

Trebuie sa subliniem ca 11 dintre cei mai senzitivi descriptori moleculari prezentati in Figura
5.32, fac parte si dintre cei gasiti ca fiind cei mai importanti descriptori structurali. Din acest motiv,
retelele 34_imp_struct_ANN, 44_imp_struct_ANN si 24_ imp_struct_ANN au fost construite numai cu
acei descriptori care sunt semnificativ mai importanti decat restul descriptorilor, asa cum se arata in
Figura 5.31.

Input Hame Sensitiwvity Relative Sensistiwity
nRNHR 0.63006713 |
nCbH 0.213459853
niCh- 007717813
niCar 006622963
nBm 0056783521
nBnz 0.05539696
nArQR 0.04628288
nAB 004367731
nC 0.01330614
REN 000960180
ARR 000737364

Figura 5.32 Primele 11 variabile identificate cu cea mai mare senzitivitate relativa prin analizarea
retelei neuronale artificiale 74_struct_ANN [267].
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Reteaua 34_imp_struct_ANN contine 21 de descriptori constitutionali si 13 grupari functionale ca
variabile de intrare. Un numar de 14 cicluri de invatare au fost necesare in procesul de invatare.

In cazul 44_imp_struct ANN, au fost necesare 9 cicluri de invatare in procesul de invatare, in
timp ce in cazul retelei 24_imp_struct_ANN, procesul de invatare s-a incheiat dupa 10 cicluri.

Tabelul 5.18 Rezultatele procesului de validare ale sistemelor 34_imp_struct_ ANN, 44_imp_struct_ ANN si
24 imp_struct ANN [267].

Reteaua neuronala artificiala
Validarea
parametrului 34 imp struct | 44_imp_struct | 24_imp_struct_
ANN ANN ANN
TPR (%) 100 100 100
TNR (%) 88,97 83,33 86,21
FNR (%) 0 0 0
FPR (%) 11,03 16,67 13,79
CR (%) 100 99,38 100
ACC (%) 90 84,9 87,5

Tabelele 5.17 si 5.18 indica faptul ca toate sistemele ANN prezentate in acest studiu au o
senzitivitate foarte buna: toate halucinogenele NBOMe sunt recunoscute fara exceptie (TPR = 100%,
FNR = 0%). Retelele 74_struct ANN si 44_imp_struct ANN au aceeasi ratda de clasificare a
negativelor (TNR = 83,33%). Aceste doua retele au putut clasifica aproape toate substantele supuse
clasificarii (CR = 99,38%) [267].

Analiza indicilor de merit determinati pentru reteaua 34_imp_struct_ANN indica faptul ca
reducerea numarului de variabile de intrare (selectate in functie de importanta lor) genereaza o
selectivitate mai mare (TNR = 88,97%). Aceasta creste cu 5,64% comparativ cu sistemele ANN
prezentate mai sus. in acest caz, de asemenea, selectia variabilelor de intrare a crescut CR péana la
100%.

O alta observatie importantd este ca, prin reducerea la mai putin de jumatate a numarului de
variabile de intrare ale sistemelor ANN create doar cu cei mai importanti descriptori ai sistemului
74_struct_ANN, rezultatele sunt vizibil imbunatatite. Procesul de validare indica o selectivitate foarte
buna (TNR = 86,21%) pentru reteaua 24_imp_struct_ ANN. Retelele 34_imp_struct ANN si
24_imp_struct_ANN sunt ambele foarte selective, cu TNR> 86% si CR = 100%. Rata lor ACC difera
cu 2,5% (ACC = 90% pentru 34_imp_struct_ANN si ACC = 87,5% pentru 24_imp_struct_ ANN).

Tn concluzie, 34_imp_struct_ANN este cel mai eficient sistem de screening. Aceasta retea poate
fi utilizatd cu succes pentru a prezice si estima toxicitatea compusilor noi care au o structura
moleculara similara cu halucinogenii NBOMe. Utilizarea sa economiseste timp analitic si diminueaza
costurile studiilor de toxicitate [266-267].

Din punct de vedere metodologic, putem trage concluzia ca diminuarea numarului variabilelor de
intrare folosind drept criterii de selectie importanta si/sau senzitivitatea variabilelor este benefica atat
timp cat se atinge un raport optim intre numarul de variabile de intrare si numarul de compusi inclusi
in baza de date. Altfel spus, In fiecare caz in parte trebuie analizat cat de mult se poate reduce
numarul variabilelor de intrare astfel incat acest proces sa conduca la o imbunatatire a performantelor
sistemului de clasificare prin eliminarea informatiei redundante din baza de date. Dincolo de aceasta
limita insa, sistemul incepe sa nu mai aiba suficient de multa informatie, respectiv suficienta putere de
modelare si discriminare, pentru a fi capabil sa atribuie identitatea de clasa in mod eficient.

44



Adelina ION Sistem inteligent de detectie automata a amfetaminelor halucinogene

5.4 Alegerea gruparilor functionale relevante pentru optimizarea retelelor neuronale artificiale
care detecteaza halucinogene NBOMe

In acest subcapitol sunt prezentate serii de sisteme ANN capabile sa clasifice halucinogenele
NBOMe pe baza celor mai importante grupari functionale identificate din sistemul 31FG-ANN.
Marimea bazei de date de intrare a fost variata pentru a gasi arhitectura cea mai eficienta.

Sistemul 31FG-ANN are ca variabile de intrare cele 31 de grupari functionale, care au fost
calculate pentru fiecare dintre cei 160 de compusi mentionati la Tnceputul acestui capitol. Pentru a
estima numarul minim de variabile de intrare necesare pentru a obtine un sistem eficient, alte doua
ANN-uri au fost create utilizdnd ca variabile de intrare primele 20 cele mai importante grupari
functionale (retea 20imp_FG_ANN), respectiv primele 10 cele mai importante grupari functionale
(retea 10imp_FG_ANN). Importanta variabilelor a fost determinata prin analiza 31FG-ANN.
Importanta relativa, determinata pentru primii 28 de descriptori importanti ai retelei 31FG-ANN, este
prezentata in ordine descrescatoare in subcapitolul 5.2.1, mai precis in Figura 5.11.

Reteaua 20imp_FG_ANN are 11 noduri ascunse si 242 de conexiuni ponderate dupa
optimizare. Pentru incheierea procesului de invatare au fost necesare un numar de 15 cicluri de
invatare (vezi Figura 5.33).

Doar 12 cicluri de invatare au fost necesare pentru a antrena reteaua neuronald artificiala
construitd cu doar 10 cele mai importante grupari functionale (reteaua 10imp_FG_ANN). Acest sistem
are 8 noduri ascunse si 96 de conexiuni ponderate dupa optimizare.

Rezultatele obtinute pentru sistemul ANN construit cu primele 20 cele mai importante grupari
functionale sunt prezentate in Tabelul 5.19, iar cele obtinute pentru 10imp_FG_ANN in Tabelul 5.20.
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Figura 5.33 Antrenarea retelei neuronale artificiale 20imp_FG_ANN, construita cu primele 20 cele mai
importante grupari functionale ale 31FG-ANN [268].
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Tabelul 5.19 Precizia de clasificare indicata de procesul de validare a retelei neuronale artificiale
20imp_FG_ANN construita cu primele 20 cele mai importante grupari functionale ale 31FG-ANN [268].

Reteaua
neuronala

Validarea 20imp_FG_ANN
parametrului

TPR (%) 100

TNR (%) 88,19

FNR (%) 0

FPR (%) 11,80

CR (%) 99,38

ACC (%) 89,31

Tabelul 5.20 Precizia de clasificare indicata de procesul de validare a refelelor neuronale artificiale
10imp_FG_ANN construita cu primele 10 cele mai importante grupari functionale ale 31FG-ANN [268].

Reteaua
neuronala

Validarea 10imp FG_ANN
parametrului

TPR (%) 100

TNR (%) 88,28

FNR (%) 0

FPR (%) 11,72

CR (%) 100

ACC (%) 89,38

Rezultatele indica faptul ca niciuna dintre aceste retele nu reuseste sa recunoasca drept
negative aceleasi false pozitive, respectiv N-metiltriptamina, oxifedrina, P-hidroxiefedrina, pipradolul si
papaverina. Structurile lor moleculare sunt reprezentate in Figura 5.35.
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Figura 5.35 Structura moleculara a negativelor clasificate drept (false) pozitive de catre retelele
20imp_FG_ANN si 10imp_FG_ANN [268].
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Concluzii

Dupa cum indica Figura 5.11, cel mai important descriptor este nRNHR, adica numarul de
grupari amino secundare. Putem concluziona ca primii trei compusi au fost clasificati gresit ca falsi
pozitivi, cel mai probabil, deoarece contin o amina secundara alifatica, o grupa chimica care se
gaseste si in structurile moleculare ale halucinogenelor NBOMe. Clasificarea gresita a ultimelor doua
negative mentionate in Figura 5.35, pipradol si papaverina, se datoreaza probabil faptului ca nCar,
numarul de carboni aromatici, care este un alt descriptor extrem de important (vezi Figura 5.11), are
valoarea 12 (carboni aromatici) atat pentru acesti doi compusi negativi (non-NBOMe), cat si pentru
compusii NBOMe.

Tabelul 5.19 si Tabelul 5.20 indica faptul ca ambele sisteme ANN (retelele 20imp_FG_ANN si
10imp_FG_ANN) create cu cele mai importante grupari functionale, au o senzitivitate remarcabila.
Ambele sunt caracterizate prin TPR = 100%, ceea ce inseamna ca toate pozitivele (halucinogenele
NBOMe) sunt recunoscute ca atare. Prin urmare, daca variabilele de intrare sunt selectate in functie
de importanta lor, baza de date de intrare poate fi diminuata de la 31 la 10 grupari functionale, fara a
pune in pericol senzitivitatea screeningului pentru halucinogenele NBOMe.

Atat reteaua 20imp_FG_ANN, cét si reteaua 10imp_FG_ANN au o selectivitate buna, rata lor de
clasificare corecta a negativelor (TNR> 86%) fiind aproape aceeasi. Asadar, selectarea variabilelor in
functie de importanta lor nu afecteaza nici capacitatea lor de a distinge halucinogenele NBOMe de
negative.

O observatie importanta este ca retelele create cu cele mai importante grupari functionale au
putut sa clasifice toate substantele supuse clasificarii, cu exceptia 20imp_FG_ANN, pentru care CR =
99,38%. Pe de alta parte, scaderea numarului de variabile de intrare (in functie de importanta lor) la
10, a crescut CR pana la 100% (pentru 10imp_FG_ANN).

Prin urmare, putem concluziona ca cel mai performant ANN este 10imp FG_ANN. Cu alte
cuvinte, ANN-urile construite cu selectii formate din cele mai importante grupari functionale, in special
10imp_FG_ANN, sunt instrumente valoroase pentru estimarea toxicitati compusilor care au o
structura moleculara similara cu cele ale halucinogenelor NBOMe. Sistemul 10imp_FG_ANN este, de
asemenea, foarte rentabil, deoarece elimina costurile importante legate de sinteza, precum si testarea
clinica si toxicologica a unui medicament necunoscut care trebuie evaluat toxicologic [268].

Concluzii generale si directii viitoare de cercetare si dezvoltare

Dintre toate sistemele construite cu descriptori moleculari, sistemele 96TD_ANN si 160_3D-
MoRSE_ANN, construite cu descriptori topologici si, respectiv, descriptori 3D-MoRSE, sunt cele mai
eficiente in recunoasterea identitatii de clasa a noilor compusi halucinogenici care au o structura
moleculara similara cu cele care formeaza clasa de amfetamine halucinogene ilicite NBOMe. Sistemul
96TD_ANN este cel mai selectiv (TNR = 97,24%), adica are cea mai eficienta capacitate in
clasificarea negativelor.

in aceste dou3 sisteme, atat rata falselor pozitive, cat si a falselor negative au valori remarcabil
de scazute, de unde se poate deduce ca descriptorii utilizati in construirea retelelor prezentate in teza
contin informatii suficiente si eficiente de modelare si discriminare, care permit retelelor neuronale
artificiale sa distingd cu succes halucinogenele NBOMe (pozitivele) de compusii non-NBOMe
(negativele). Aceste sisteme au capacitatea de identificare a oricarui halucinogen inclus in baza de
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date, dar si a noilor substante de abuz care nu sunt incluse in baza de date si care detin o structura
moleculara, respectiv o toxicitate similara (activitate biologica) membrilor clasei de droguri de sinteza
NBOMe.

O prima directie de cercetare pentru construirea unui sistem de detectie automatd a
halucinogenelor NBOMe a fost identificarea tipului de descriptori care pot asigura o detectie cat
mai eficienta a acestor droguri. Cum nu exista o regula care sa indice tipul de descriptori moleculari
care sunt cei mai adecvati pentru caracterizarea si identificarea unei clase date de compusi, au fost
testate patru tipuri de descriptori (topologici, 3D-MoRSE, constitutionali si grupari functionale). Astfel,
au fost contruite sisteme automate de clasificare ANN cu fiecare dintre aceste patru tipuri de
descriptori. Pentru a identifica care sunt cei mai adecvati pentru identificarea automata a
halucinogenelor NBOMe, au fost calculati, pentru fiecare sistem, o serie de indici de merit.
Comparand aceste valori, s-a ajuns la concluzia ca sistemele ANN construite cu descriptori
topologici si 3D-MoRSE (determinate pentru structurile moleculare optimizate ale acestor
compusi) au cele mai bune performante in recunoasterea identitatii de clasa a acestor
substante periculoase de abuz (NBOMe). Aceste doua retele neuronale se incadreaza in cerintele
(standardele de precizie) medico-legalad cerute pentru un instrument de screening si din punctul de
vedere al preciziei generale de clasificare.

A doua directie de cercetare a urmarit reducerea timpului de analiza si astfel reducerea
costurilor de analiza. Pentru acesta, am studiat efectul reducerii numarului de variabile de intrare din
baza de date cu ajutorul cérora au fost construite sistemele ANN. Selectia variabilelor de intrare in
sistem a fost realizata folosind diverse criterii, respectiv importanta si senzitivitatea variabilelor de
intrare.

Rezultatele obtinute au indicat faptul ca selectarea variabilelor de intrare in functie de
importanta lor relativa poate creste selectivitatea si, in consecinta precizia sistemelor ANN.
Eliminarea informatiei redundante simplifica procesul de analiza si creste viteza de procesare
a informatiei. Acest lucru este valabil atat timp cat variabilele pastrate in baza de date inca mai
contin suficientd informatie pentru a asigura o putere de modelare si de discriminare suficient de
mare. Rezultatele au indicat insa si faptul ca, dacd numarul variabilelor de intrare scade sub o
anumita limita, atunci eficienta sistemului ANN scade. Rezultatele au indicat ca aceasta limita
depinde in principal de tipul variabilelor de intrare (in cazul nostru a descriptorilor) si de raportul dintre
numarul de probe si cel de variabile de intrare din baza de date folosita pentru instruirea si validarea
sistemului ANN. Concluzia este ca, in fiecare caz particular se impune determinarea cu atentie a
acestei limite, prin analiza efectului reducerii si selectarii variabilelor de intrare.

Comparand sistemele ANN construite cu baze de date de intrare care contin doar descriptorii cei
mai importanti, s-a dedus ca cele mai eficiente sunt retelele construite cu grupari functionale,
descriptori topologici sau cu descriptori 3D-MoRSE, care au o precizie remarcabila, adica CR = 100%
si ACC> 95%. Rezultatele indica faptul ca toate sistemele ANN studiate sunt capabile sa detecteze
toate halucinogenele NBOMe, fara exceptie (TPR = 100%, FNR = 0%).

Putem concluziona ca retelele neuronale artificiale care au ca variabile de intrare gruparile
functionale, descriptorii topologici si descriptori 3D-MoRSE, selectati in functie de importanta
lor, si in special 15impFG-ANN, se pot folosi cu succes pentru detectia si estimarea toxicitatii
noilor compusi care au o structura moleculara similara cu halucinogenele NBOMe.

Dintre sistemele ANN construite numai cu cele mai senzitive variabile de intrare, sistemele
96TD_ANN, 160_3D-MoRSE_ANN si 50senz_3D-MoRSE_ANN recunosc toate halucinogenele
NBOMe ca atare fara exceptie. Cele mai bune retele sunt 96TD_ANN si 9senz_topo_ANN (TNR =
97,24%), urmate de 160_3D-MoRSE_ANN (TNR = 95,14%).
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in final, a treia directie de cercetare a urmarit in ce masura performanta sistemelor ANN
poate fi imbunatatita prin construirea acestora pornind de la baze de date concatenate, care sa
includa combinatii de mai multe tipuri de descriptori. Astfel, sistemul 74CD-FG_ANN, construit cu
descriptori constitutionali si grupari functionale, da rezultate foarte bune. Acesta are o senzitivitate
foarte buna (o rata de TP 100%), ceea ce inseamna ca toate halucinogenele NBOMe sunt
recunoscute corect. Totodata, sistemul este si selectiv, avand respectiv o eficientd a clasificarii
negativelor (halucinogene non-NBOMe) foarte buna (TNR = 80,99%).

Retelele 74CD-FG_ANN si 74_struct_ANN 74_au fost construite modificand ordinea includerii
compusilor in baza de date, pentru a se verifica in ce masura acest lucru afecteaza performantele
retelei. Rezultatele au indicat faptul ca ordinea in care sunt incluse probele in baza de date afecteaza
doar foarte putin indicii de merit a retelei.

Mai departe s-a testat efectul reducerii numarului de variabile de intrare asupra performantelor
sistemelor ANN construite cu ajutorul bazelor de date concatenate. Retelele 74_struct_ ANN si
44 _imp_struct_ANN au aceeasi clasificare a negativelor (TNR = 83,33%). Aceste doua retele au putut
clasifica toate esantioanele supuse clasificarii (CR = 99,38%).

Atunci cand numarul variabilelor de intrare a fost scézut si mai mult, respectiv la analiza
rezultatelor procesului de validare a retelei 34_imp_struct_ANN, s-a dedus ca reducerea numarului de
variabile de intrare, selectate in functie de importanta lor pentru retelele construite cu descriptori
structurali, genereaza o selectivitate mai mare (TNR = 88,97%) cu 5,64%.

Indicii de merit indica insa ca atunci cand numarul de variabile este redus mai mult de o
anumita limita, eficienta sistemului ANN se poate deteriora. Comparand rezultatele obtinute in
urma procesului de validare a sistemelor 24_imp_struct_ANN si 34_imp_struct_ANN, se poate
deduce ca 34_imp_struct ANN este cel mai eficient sistem de screening. Ambele retele
(24_imp_struct_ANN si 34_imp_struct_ANN ) sunt foarte selective, cu TNR> 86%, CR = 100%, dar
rata lor ACC difera cu 2,5%.

Analiza generala a tuturor indicilor de merit rezultate in urma procesului de validare ale
retelelor neuronale artificiale mentionate in capitolul V indica faptul ca 96TD_ANN este cel mai
eficient sistem, urmat de 45imp_topo_ANN si apoi de 160_3D-MoRSE_ANN, 15impFG-ANN,
80imp_3D-MoRSE _ANN.

In concluzie, sistemele de detectie computerizate a halucinogenelor NBOMe, construite cu
ajutorul ANN si a descriptorilor, au o multitudine de avantaje, printre care reamintim: evitarea
costurilor de sinteza, precum si a costurilor si a timpului de analizé necesitat de testele clinice si
toxicologice de evaluare a toxicitatii halucinogenelor necunoscute.

Rezultatele indica faptul ca testarile prezentate in teza sunt imperios necesare in fiecare
caz particular de substante de detectat, deoarece performantele sistemului ANN sunt
determinate de foarte multe aspecte. Arhitectura optima a retelei ANN este influentata de tipul
substantelor detectate, de tipul variabilelor de intrare, de raportul dintre numarul acestora si a
numarului de compusi inclusi in baza de date, etc.
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Directii viitoare de cercetare si dezvoltare

Sistemul inteligent de detectie automata a amfetaminelor halucinogene dezvoltat in aceasta teza
evidentiaza: automatizarea procesului de recunoastere a clasei de substante careia i apartine
compusul analizat intr-un timp relativ scurt, precum si operarea detectiei cu o senzitivitate si o
selectivitate maxima.

Avem in vedere urmatoarele directii viitoare de cercetare si dezvoltare:

- Crearea si testarea altor retele neuronale artificiale pentru detectia halucinogenelor NBOMe
folosind ca vectori de intrare alte tipuri de descriptori;

- Dezvoltarea bazei de date curente prin adaugarea de noi halucinogene NBOMe, pe masura
ce noi substante din aceasta familie de droguri, concepute in laboratoare clandestine, vor fi
identificate; actualizarea continua a bazei de date prin calculul descriptorilor acestor substante
va creste continuu capacitatea de detectie a sistemului ANN de screening si va permite ca
autoritatile competente la nivel national, european sau mondial sa fie mai eficiente in aplicarea
legii, sa poata sanctiona din punct de vedere penal persoanele care produc, detin,
comercializeaza si/sau consuma ilegal substante ilicite;

- Dezvoltarea unor sisteme de detectie automatéa a halucinogenelor NBOMe bazate pe alte
tehnici de inteligentd artificiala, cum ar fi Analiza Componentelor Principale (Principal
Component Analysis, PCA) sau Analiza clusterelor;

- Testarea eficientei unor combinatii de astfel de tehnici, cum ar fi PCA si ANN, avand in
vedere ca PCA este o tehnica aplicatd eminamente pentru reducerea dimensionalitatii unei
baze de date;

- Dezvoltarea de sisteme de detectie analoage pentru alte familii de substante de abuz,
sintetice sau naturale, cum ar fi canabinoizii.
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